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Introducción 

Es evidente que nuestra era se ha convertido en una tendencia dependiente de la constante 

generación y procesamiento de información que es difícil asimilar algún área que no haya 

utilizado o tomado parte del cómputo. Al tiempo que desarrollamos y abrimos puertas a 

nuevas ramas de investigación, generamos nueva información, ya sea como una recopilación 

de distintas fuentes o como el resultado de analizarla con el fin de obtener alguna relación o 

patrón que nos brinde claridad en donde los datos primarios no muestren directamente. Es 

así que estos datos primarios recopilados en unidades de almacenamiento llega a crecer a 

grandes tamaños que en algunas situaciones puede ser interpretada como información 

desperdicio ya que no es utilizada mas allá de una consulta. El almacenamiento de datos 

despierta interés cuando se puede obtener provecho de este, aunque cuando sucede, se 

convierte en una necesidad de recopilar más información y con ello la tarea en estrategias 

para el almacenamiento. Aunque hoy en día se cuenta con distintas maneras de 

almacenamiento, el siguiente reto es poder maquinar (procesar) esta enorme cantidad de 

datos. 

Este trabajo muestra la forma de poder implementar un framework dedicado para este 

propósito al procesar archivos de gran tamaño en donde las herramientas tradicionales se 

encuentran con un cuello de botella al transmitir los datos a las unidades de procesamiento. 

Por esta razón, el framework Hadoop, mediante técnicas del cómputo distribuido, logra 

tiempos de respuesta record para distintos propósitos. Aunado a la dinámica bajo la cual el 

framework se rige, Hadoop sirve como la base sobre la cual  operan distintos sistemas, 

creando de esta forma un ecosistema basado sobre este framework. 

Dados los distintos sistemas que soporta Hadoop, este escrito se enfoca hacia la utilización 

del modelo de  programación MapReduce debido a que los experimentos  a realizar brindan 

la información previamente almacenada que se pretende procesar en forma de lote. 

Para este trabajo se siguió la siguiente estructura; el primer capítulo describe el panorama 

general para el cual este framework esta principalmente elaborado, así como algunas 

tecnologías alternativas para abordar el desafío en el procesamiento de grandes volúmenes 

de datos, enfocándose principalmente en la distribución de tareas. En el capítulo 2 se 

presenta el ecosistema Hadoop y describe su arquitectura, así como la forma en que 

coordina la ejecución de una aplicación enfocado en el modelo MapReduce. Para 

demonstrar la forma de ejecutar aplicaciones en este framework distribuido, el capitulo 3 

presenta dos implementaciones utilizando el patrón de programación MapReduce 

analizando cada algoritmo así como los tiempos de ejecución. Llevando a cabo tales 

implementaciones, en el capítulo 4 se redactan los experimentos realizados con el equipo 
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proporcionado para configurar el cluster Hadoop y las líneas principales para preparar la 

aplicación, o Job, desde la clase principal, también conocida como Driver. Los resultados de 

la experimentación se describen en el capítulo 5. Se concluye en la última sección con los 

puntos más relevante extraídos del proceso completo de este trabajo. Se brindan los códigos 

utilizados en este trabajo en el apartado de Anexos, recordando que los tamaños de las 

matrices de entrada son modificados únicamente desde la clase controladora Driver. 
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Capítulo 1 
Panorama. Procesamiento de datos masivos 
Actualmente, nuestra sociedad continúa generando una cantidad masiva de información de distintas 

fuentes ya sea por humanos, por equipos de cómputo o por la misma naturaleza, producida de 

forma estructurada, semi-estructurada o no-estructurada. Debido a la enorme cantidad de datos, no 

es factible realizar el almacenamiento con herramientas habituales como sistemas de gestión de 

bases de datos relacional (RDBMS) debido a las limitantes en el procesamiento como consultas tipo 

SQL. (Ishwarappa & Anuradha, 2015). 

Lo que globalmente se conoce como "Big Data" se ha convertido en un desafío para aquellos 

interesados en las áreas del cómputo que buscan explotar la recopilación de distintas fuentes. 

1.1. Big Data. 

Datos masivos o Big Data no significa los datos por completo dado un enfoque o temática, ya que 

sería una tarea interminable recolectar todos los datos para un enfoque en particular. Sin embargo, 

cantidades masivas de datos proporciona una muestra mucho más larga que datos en menor escala. 

Conforme más grande sea la muestra más robusto será(n) el(los) resultado(s). Entre los distintos 

desafíos para el procesamiento de datos masivos se encuentran (Shi, 2022): 

 La Transformación de Datos Semi-Estructurados y No-Estructurados en un Formato 

Estructurado. Se refiere al cambio de estado en que los datos fueron tomados de las fuentes a 

fin de ser acoplados para un análisis en particular, es decir, orientados al objetivo. 

 Explorar la complejidad, incertidumbre y Modelado Sistemático de Big data. Se refiere a la 

variedad en los tipos de datos que pueden tener un objetivo común pero las fuentes y el 

análisis es manejado sobre un ambiente distinto, buscando sistematizar las distintas 

situaciones a abordar. 

 Explorar la relación de Heterogeneidad de Datos, Heterogeneidad del Conocimiento y 

Heterogeneidad de Decisión. Hace referencia a las distintas etapas y niveles en la 
estructuración de los datos en diferentes áreas y jerarquías. Debido a la variedad de fuentes 

y un objetivo general, diversas áreas y niveles del conocimiento se unen para un propósito en 

específico. Por esto, existe la heterogeneidad en decisión debido a los distintos niveles y 

formas de abordar un objetivo final, en donde las decisiones podrían estar altamente 

definidas (estructuradas), o no por completo (No estructuradas o Semi-estructuradas) dando 
cierto grado de incertidumbre en la toma de decisión. 
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Big Data puede ser descrita a partir de 5 características, llamadas las 5 V’s (Naeem, et al., 2019) : 

 

Figura 1. Características de Big Data (Naeem, et al., 2019) 

 Volumen. Se refiere a la masiva cantidad de datos generados en cualquier momento de 

distintas fuentes; sensores, teléfonos móviles interfaces de redes sociales, etc. Aunque es 

un desafío procesar toda esta gran cantidad al mismo tiempo, es posible utilizar 

herramientas de almacenamiento de Big Data. 

 Valor. En este aspecto, el valor de los datos significa qué tan útil es la vasta información 
con la que se cuenta, por lo que sin procesarla es información desperdicio. 

 Veracidad. Relacionado a la calidad, precisión y valor de la información para cierto 

propósito, resolviendo los problemas de inconsistencias, anormalidades, duplicación entre 
otros. 

 Velocidad. Aquí, se enfoca en la tasa en que los datos se mantienen en crecimiento. 

 Variedad. Hace referencia a los diferentes tipos de datos y la heterogeneidad al buscar un 

fin en particular. Se toma en cuenta que los datos son extraídos en distintos formatos, 

por ejemplo archivos pdf, csv, png, etc. 

1.2. Data Mining 

Lo que algunos conocen como "minería de datos" (o globalmente "Data Mining"), requiere de 

estrategias para realizar análisis de una forma óptima que de otra forma, poder predecir u obtener 

resultados con anticipación se vuelve inútil para ciertos casos. Y cuando hablamos de optimizar, el 

Cómputo de Alto Rendimiento (High Performance Computing) es la estrategia primaria a considerar. 

Básicamente, la minería de datos es el proceso de descubrir patrones interesantes, modelos, u otro 

tipo de conocimiento en un conjunto de datos masivos. Fue en la década de los 90's que se comenzó a 
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utilizar el término Minería de Datos (Data Mining), que podría ser intercambiable con el término 

"Descubrimiento de conocimiento en Bases de Datos" (KDD acrónimo en inglés). Por lo que 

actualmente la minería de datos se  ha convertido en la tecnología para el análisis de datos en 

intersección de la intervención humana, el aprendizaje de máquina, el modelado matemático y las 

bases de datos (Han, Pei, & Tong, 2022). 

En este contexto, el proceso en el descubrimiento de algún nuevo conocimiento es generalmente (Han, 
Pei, & Tong, 2022) : 

1. Preparación de los datos. 

 Limpieza de los datos, removiendo elementos indeseables e inconsistencias. 
 Integración de datos de múltiples fuentes. 
 Transformación de los datos y su consolidación apropiadamente para ser minada. 
 Selección de los datos en donde la información es relevante de las fuentes 

2. Minería en los datos. Proceso en donde métodos inteligentes son aplicados para extraer 
patrones o construir modelos. 

3. Evaluación del modelo, identificando patrones o modelos basándose en medidas de interés. 

4. Presentación del nuevo conocimiento, usando técnicas de representación para mostrar al 

usuario. 

Esta minería puede ser aplicada a cualquier tipo de datos mientras la información sea significativa 

para la aplicación que se pretenda. Sin embargo, distintos tipos de datos podrían necesitar diferentes 

metodologías sean simples o más sofisticadas. Así, los datos pueden utilizarse desde un extremo en 

forma estructurada, por ejemplo, estructuras tipo tabla como datos de matrices, cubos de datos o 

bases de datos relacionales, hasta no estructurada, como datos de texto y multimedia (audio, video, 

etcétera) aplicados a campos como el entendimiento del lenguaje natural, visión computacional y 

reconocimiento de patrones. 

Algunos de los enfoques comúnmente utilizados al realizar minería de datos se encuentra; la 

clasificación, usando árbol de decisiones, red neuronal con peso en las conexiones, clasificación 

bayesiana o el k-vecino más cercano; regresión lineal, para la predicción de resultados posteriores, 

hasta análisis por clustering, agrupando datos sin revisar etiquetas sobre estos (Han, Pei, & Tong, 

2022). 

1.3. Cómputo Distribuido 

1.3.1. Tecnologías de cómputo para análisis de Big Data. 

Debido a las actuales tendencias que demandan manejar enormes cantidades de información 

constantemente en crecimiento, en orden de terabytes, petabytes y mayores cantidades, no puede ser 

logrado satisfactoriamente por una sola unidad de cómputo, con lo que se exigen mayores 

requerimientos en el poder de procesamiento y en tiempo considerable de ejecución. El 

procesamiento de Big Data implica entonces de una determinada configuración en el sistema de 

almacenamiento, división o repartición de tareas, distribución de la carga de cómputo y seguridad 
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El sistema Hadoop está compuesto de dos partes; Hadoop Distributed File System (HDFS) y la parte 

del Cómputo, inicialmente MapReduce la cual migró la forma de gestionar los recursos y la 

programación de tareas cambiando a su actual nombre como YARN, abriendo con este cambio la 

posibilidad a frameworks alternativos que operen en capas superiores sobre Hadoop, como se 

describirá más adelante. Los pasos esenciales de procesamiento son los siguientes: 

1. El archivo de entrada es dividido y a cada división le corresponderá una tarea de nombre 

Map. Esto es, a cada unidad de procesamiento le corresponde una división o pedazo del 

archivo original, y el procesamiento respectivo. 

2. Se realiza el procesamiento de los datos por división (tareas Map), considerando que el 

framework interpretará los datos asignados en una estructura clave-valor. 

3. Al terminar el procesamiento, cada tarea Map devuelve el resultado siguiendo la misma 

estructura de datos, clave-valor, la cual, gracias al mismo framework, es agrupada y 

ordenada por clave. El resultado intermedio se envía a la etapa Reduce de forma 

balanceada para equilibrar la carga sobre el total de estas tareas. 

4. Cada tarea Reduce procesará una parte del total de claves generadas con sus valores 

respectivos. La cantidad de tareas Reduce se especifica desde la configuración del cluster 

Hadoop mediante una propiedad llamada mapreduce.job.reduces y puede cambiar 

dependiendo del enfoque y criterio del programador o del propósito. 

5. Al finalizar la etapa Reduce, el resultado es devuelto en un formato HDFS. 

De esta forma puede ser implementado el framework de programación MapReduce para procesar 

datos en el orden superior a terabytes. Así, podemos hablar de ejecución por lote o batch 

processing, es decir, el dataset completo de información es procesado una sola vez y no 

consecutivamente. Opuesto al modelo de ejecución en batch se cuenta con la ejecución en flujo, o 

stream processing, usualmente bien ajustado para el procesamiento en datasets de menor tamaño. 

La Tabla 1muestra una comparativa de ambos modelos de ejecución: 

Tabla 1. Procesamiento por lote vs Procesamiento en flujo (Wang, Xu, Zhang, & Zhong, 2022) 

 

Es importante mencionar que algunos frameworks permiten una mezcla de las características entre 
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Batch Processing y Stream Processing como Flink y Spark dentro del ambiente Apache: 

 

Figura 3. Arquitectura Básica de Apache Flink (Apache Flink®, 2023) 

En la siguiente sección se detalla la forma de operar de este ambiente en sus elementos esenciales y su 

operación para coordinar la distribución de las tareas paralelas con el propósito de tener una base solida, 

para el caso de este trabajo, en la programación bajo el framework de MapReduce. Por supuesto, 

entender tal coordinación de las tareas es de gran importancia si se pretende desarrollar alguna 

aplicación bajo algunos de los ambientes que operan bajo hadoop; Spark, Flink, Pig, Sqoop, Flume, entre 

otros. 

 

Figura 4. Arquitectura Básica de Spark (Jules S. Damji, 2020) 
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Capítulo 2 
Hadoop - Ambiente de sistema distribuido. 
Es importante recordar el objetivo que ofrece el framework de MapReduce en Hadoop para lograr 

un mayor rendimiento en el procesamiento. A menudo para conseguir un mayor rendimiento se 

busca paralelizar o dividir nuestro trabajo en distintas partes o tareas de forma que estas puedan ser 

distribuidas hacia ciertas unidades que operen con cierto grado de independencia de las demás, que 

en algunos casos no es posible la autonomía completa y se deba compartir entre estas unidades 

alguna abstracción como puede ser información (localidades de memoria) o recursos, por lo que 

estrategias de concurrencia toman parte y con ello incertidumbre de una arbitraria solución tomada. 

Debido a lo anterior, con el fin de evitar la incertidumbre de compartir recursos y distribuir el 

procesamiento, el patrón que encontramos es en la arquitectura comúnmente conocida como 

Manager - Workers, donde la entidad principal,  el Maestro,  distribuye el procesamiento hacia 

diferentes unidades de forma que no se requiera comunicación entre ellas y devuelvan el resultado a 

la entidad inicial. Algunas soluciones como el uso de interfaces que permitan la comunicación entre 

distintos procesos como MPI o PVM con flexibilidad sobre distintos lenguajes de programación, 

implican una curva de aprendizaje e implementación que si bien podría ser comprendida, en ciertos 

casos debe tomar en cuenta una enorme cantidad de información para ser repartida, por lo que, 

además del procesamiento, primordialmente los datos deben ser distribuidos. La solución que nos 

permite ambas particiones es el proyecto Hadoop, el cual permite evitar la inherente incertidumbre en 

impredecibles estrategias de concurrencia y por supuesto siguiendo el patrón Manager - Workers. 

2.1. Hadoop 

Hadoop es considerado un ecosistema complejo debido a la variedad de frameworks (sqoop, 

spark, etcétera) que operan sobre su estructura base, HDFS y YARN, para el procesamiento de 

una cantidad masiva de información. 
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2.1.1. Ecosistema Hadoop 

El ecosistema Hadoop está compuesto de diversos subproyectos pensados para operar sobre un clúster. 

Esto debido a que Hadoop es un sistema de código abierto y por lo tanto su creciente popularidad 

en muchas contribuciones y  mejoras por distintas organizaciones. 

Las siguientes son algunas de las implementaciones que trabajan en capas superiores a Hadoop para 

distintos propósitos. L a Figura 5 comparte un mapa más completo de la diversidad de 

frameworks y componentes de Hadoop: 

 MapReduce: Se trata del estilo de programación nativo de Hadoop considerando una 

programación distribuida. Basado en la propuesta solución de (Dean & Ghemawat, 2004) 

en donde se consideran dos etapas de programación pilares: Map y Reduce. 

 Hive: Se trata de un sistema de infraestructura para Hadoop que crea una envoltura tipo 
SQL sobre capa de procesamiento MapReduce llamada HiveQL. 

• Spark. Proporciona una poderosa alternativa a MapReduce como framework para 
procesamiento de datos en paralelo que se ejecuta alrededor de 100 veces más rápido 

que Hadoop MapReduce en memoria. Comúnmente usado para procesamiento en stream 
de tiempo real. 

 Flume. Se trata de una herramienta para recolectar, agregar y mover eficientemente grandes 

cantidades de datos, mayormente usado del tipo logs, de distintas fuentes hacia un 

almacenamiento  centralizado. 

 Sqoop: Es una herramienta de código abierto que permite a los usuarios extraer datos 

generalmente de almacenamiento de datos estructurado, como sistemas de gestión de bases 

de datos relacionales(RDBMS), hacia Hadoop para su procesamiento y al termino devolverlos 

al formato de su fuente original. Esto mediante la ayuda de conectores. 

 

Figura 5. Frameworks y componentes que operan sobre Hadoop (Trujillo, Kim, Jones, Garcia, &  Murray, 2015)
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2.2. Arquitectura. 

Como se mencionó en el capítulo introductorio, los componentes básicos de este framework son 

HDFS (Hadoop Distributed File System) y actualmente YARN (Yet another Resource Negotiator), 

previamente manejado por una arquitectura llamada MapReduce. 

2.2.1. HDFS 

Se trata del sistema de archivos núcleo de Hadoop. Este sistema de archivos está diseñado para 

almacenar datos de gran tamaño ejecutándose en un clúster de hardware de propósito general. 

Tales archivos son idealmente destinados en HDFS en el orden de cientos de megabytes, gigabytes, 

terabytes e incluso clúster almacenando peta bytes de información. El hardware que compone un 

clúster con la implementación de Hadoop está pensado en términos de propósito general debido a 

las fallas que cualquier unidad de procesamiento (de ahora en adelante nodo) pueda presentar al 

operar un clúster y pueda ser reemplazado con facilidad sin fabricación especial. 

2.2.1.1. Bloques en HDFS 

De forma similar a los bloques utilizados en los sistemas de archivos tradicionales, HDFS almacena la 

información de la misma forma en bloques, con la distinción que estos últimos están pensados con 

tamaños mayores, por defecto en 128 MB. Esto es, cada archivo de información que es ingresado en 

HDFS es dividido en fracciones, es decir en bloques que son almacenados de forma independiente en 

cada nodo. Una característica de este sistema es que a pesar de que el tamaño del archivo sea menor a 

128MB, el bloque no es rellenado con información basura, por lo tanto el archivo se mantiene con el 

tamaño original. 

Bajo esta implementación tipo bloque, se asegura la consistencia de la información y tolerancia a 

fallos mediante replicación. Esto es, cada bloque es replicado en nodos distintos separados del 

primero con el propósito de mantener consistencia en el archivo general desde la perspectiva del 

usuario en caso que el nodo que contiene el bloque original deje de reportarse como activo en el 

clúster por cualquier situación de falla. Si esto sucede, por medio de las replicas se vuelve a generar 

los bloques repetidos necesarios a fin de ajustarse al número de replicación establecido en otros 

nodos. Esta configuración de replicación puede ser modificada de la preestablecida (3 replicas), con la 

consecuencia de menor  tolerancia al reducir este número o, por el contrario, una menor 

capacidad de almacenamiento al incrementarla. 

2.2.1.2. Elementos de HDFS 

La coordinación del sistema HDFS, se lleva a cabo mediante dos procesos fundamentales; namenode y 

datanode, a forma de seguir el patrón Maestro (namenode) – Trabajador (datanode) en Hadoop. 



19 

 

 

Figura 6. Arquitectura HDFS (Achari, 2015) 

 Namenode: Es el proceso maestro que coordina las operaciones relacionadas al 

almacenamiento, como la escritura y lectura en HDFS. Debido a que es responsable de estas 

operaciones, es crítica su funcionalidad. Contrario al proceso datanode, es un único punto de 

falla de todo el clúster Hadoop. Debido a este punto crítico, Hadoop puede ser configurado 

con funcionalidad de Alta disponibilidad, en cuyo caso, un namenode en stand-by puede 

tomar su lugar en caso de fallo. Este proceso mantiene los metadatos de todos los bloques 

así como en qué nodo están ubicados dentro del clúster. Tales metadatos que gestiona el 

namenode es almacenada de dos formas: Namespace Image y Edit Log, en la memoria de 

acceso aleatorio, la cual, después de determinado periodo, es agregada y almacenada en la 

memoria principal y transferida al Secondary Namenode. 

 Secondary/Checkpoint Namenode: Es un proceso que almacena los  metadatos  del 

namenode en caso que este falle y al ser reemplazado, el secondary namenode se encarga 

de compartir tales metadatos al nuevo namenode, por lo cual solo mantiene un registro del 

estado del namenode, mas no es un reemplazo de este. 

 Datanode: Es el proceso que se encarga de coordinar el almacenamiento del bloque que le 

es asignado por el namenode así como la replicación de este bloque hacia otros nodos. Para 

mantener coordinación con el namenode, el datanode le envía mensajes, llamados 

heartbeats, en intervalos periódicos. Si los heartbeats fallan en llegar al namenode, este 

último asumirá tal datanode como inactivo. 

2.2.2. Arquitectura YARN 

Este componente es el gestor de recursos del cluster Hadoop. Esta versión fue introducida en 

Hadoop 2 con el propósito de mejorar la implementación previa - MapReduce - siendo lo 

suficientemente general para soportar otros paradigmas del cómputo distribuido. Como se introdujo, el 

ecosistema Hadoop está compuesto de diversos frameworks que operan gracias a la capa de 
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YARN, esto es, un usuario puede escribir código pensado para utilizarse en un ambiente distribuido, en 

un alto nivel mediante API's las cuales por sí mismas están compuestas en YARN, ocultando los 

detalles de gestión de recursos al usuario. La Figura 7 muestra tales frameworks y su lugar dentro 

del ambiente. 

 
Figura 7.  Aplicaciones de YARN (White, 2015) 

Incluso algunos frameworks no interactúan directamente con la capa de YARN, sino sobre alguna 

capa posterior como MapReduce o Spark como es el caso de Pig, Hive, etc (White, 2015). 

2.2.2.1. Componentes YARN 

Los elementos principales de los que YARN está compuesto en un patrón similar a HDFS en Master- 

Workers son: ResourceManager, únicamente uno por clúster, y NodeManager, ejecutándose 

usualmente en el resto de nodos para monitorear sus respectivos contenedores. Para entender mejor la 

operación de YARN, obsérvese la Figura 8 a continuación. 

 

Figura 8. Proceso de ejecución en YARN (White, 2015) 

 ResourceManager: En términos de procesamiento, se encarga de gestionar los recursos en 

todo el clúster. Recibe la solicitud para ejecutar un trabajo de procesamiento del cliente y 
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2.3. MapReduce. 

2.3.1. Framework de ejecución y Modelo de programación MapReduce. 

Previamente se detalla el framework de ejecución que Hadoop utiliza en la versión reciente, YARN,  y 

el que se utilizó en su primera versión, MapReduce. En este contexto, aunque no es común utilizarlo 

actualmente después de Hadoop 2, es importante precisar que el término MapReduce se refiere a dos 

distintos conceptos que están relacionados; El framework de ejecución y el Modelo de Programación. 

El primero, trata con la manera de coordinar la ejecución de los programas que son escritos sobre 

este sistema. Como se comparó anteriormente en la Tabla 2, esta coordinación se realiza mediante 

dos procesos; Jobtracker y TaskTracker. El segundo, Modelo de Programación, es la descripción del 

código o especificación a llevar a cabo en el procesamiento distribuido en un dataset dividido en 

distintos nodos (Lin & Dye, 2010). 

Como una referencia para entender esta diferencia, tomemos el diagrama de la Figura 13 de la 

publicación de (Dean & Ghemawat, 2004) proponiendo la operación de este modelo MapReduce. 

Desde el punto de vista del programador, las flechas solidas explican el flujo al describir las dos 

etapas de MapReduce, mientras las flechas discontinuas sirven para comprender el framework de 

ejecución, es decir la asignación de tareas. 

 

Figura 13. Vista General de ejecución (Dean & Ghemawat, 2004) 

A lo largo del texto se utilizan los términos Trabajo o Job y Tarea(s) o Task(s). Para poder 

comprender el proceso que se lleva a cabo cuando se pretende utilizar el framework MapReduce de 

programación, es indispensable comprender que: 

 Job hace referencia a la ejecución del Programa MapReduce que se ejecuta en el clúster 

Hadoop en forma de Batch. Es decir, si el usuario solicita la ejecución de un programa 
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estructurado  en  MapReduce,  tal  ejecución  es  entendida  como  MapReduce - Job (o 

simplemente Job), sin importar de cuantos bloques o nodos este compuesto el archivo o el 

clúster, respectivamente. Por lo tanto, sólo hay un Job que será ejecutado. 

 Task(s) hace referencia a distintas subejecuciones que en conjunto forman un Job. Por lo 

que el Job está compuesto de todas las Tasks, siendo estas básicamente de dos tipos: Tareas 

Map y Tareas Reduce. Tales tareas serán repartidas a los nodos, y sus respectivos 

recursos o contenedores, a través del progreso del programa entero. Todas las tareas 

inicialmente se encuentran en cola esperando ser asignadas a un nodo para ser ejecutadas y 

el Job termina hasta que se consume la última tarea. 

Antes de explicar la programación y pasos de MapReduce, es conveniente conocer el proceso que se 

lleva a cabo en el clúster al solicitar la ejecución de un Job. La Figura 14 muestra el proceso general. 

Dentro de cada bloque en color azul claro, representa una entidad independiente de las demás. 

Idealmente cada entidad podría representar un nodo físico, aunque esta imagen los ilustra 

independientes para comprender el proceso. Estas entidades podrían estar alojadas en un solo nodo 

físico. Por ejemplo, comúnmente se tiene la entidad Client y la entidad ResourceManager en un solo 

nodo físico, aunque son procesos independientes dentro del nodo (White, 2015). 

 

Figura 14. Ejecución de Job en MapReduce (White, 2015) 

1. La entidad Client Solicita la ejecución de un Job a un proceso inicial llamado JobSubmitter. 

Este solicita un Job-ID al ResourceManager para dar seguimiento al progreso del Job. El 

proceso JobSubmitter verifica la información brindada en la solicitud para determinar si esta es 
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correcta y continuar o si devolverá un mensaje de error al usuario solicitante. 

2. Al solicitar un ID, se establece comunicación con las entidades a cargo del sistema de Archivos 

HDFS, solicitando acceso al archivo en donde se ejecutará tal Job. 

3. Una vez reservado el archivo a procesar, es decir la ubicación de los bloques que lo 

componen, se envía el programa al ResourceManager. 

4. El ResourceManager solicita a un Nodemanager la creación del contenedor para inicializar en 

este el proceso Application Master, el cual verificará la cantidad de particiones que componen 

el archivo de entrada y determinar si el Job requerirá de más recursos en otros Nodemanagers 

para ejecutar el Job. 

5. Conociendo la información del tamaño del archivo y la tarea a ejecutar, se informa al 

ResourceManager los recursos a ocupar para llevar a cabo la tarea. Si el Application Master 

determina que se necesitan otros contenedores, en nodos adicionales, solicita su creación, el 

cual recogerá el bloque que se necesite del sistema HDFS. 

 

Figura 15. Diagrama Secuencial del lanzamiento de una aplicación (Job) en MapReduce bajo 
implementación YARN. 
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2.3.2. Programación en el modelo MapReduce. 

Como se describió previamente, una solución para manejar un problema con datos muy grandes es 

por medio de la técnica Dividir y Conquistar. Esto significa, dividir el problema general en 

subproblemas de menor tamaño, independientes hasta cierto punto. Ya sea en programación paralela o 

distribuida, el programador debe hacerse cargo de coordinar acceso a los recursos compartidos, 

manejo de sincronización, como las barreras y evitar problemas comunes como deadlocks y 

condiciones de carrera. Incluso con librerías como OpenMP o Message Passing Interface (MPI) a nivel de 

clúster, el programador debe dar seguimiento a la forma en que los recursos se hacen disponibles a 

los trabajadores. Con tales desventajas, MapReduce permite ocultar diversos detalles a nivel del 

sistema para el programador. Al igual que las alternativas de OpenMP y MPI, MapReduce 

proporciona un medio para distribuir el procesamiento sin sobresaturar al programador con detalles 

del cómputo distribuido, a cierto nivel de granularidad. En contraste a los tradicionales métodos de 

operar con archivos de información donde los datos deben ser transferidos a las unidades de 

cómputo, es el procesamiento o código el que es transferido a las ubicaciones donde se 

encuentran los datos, ofreciendo una alternativa al costo más importante en el cómputo, la 

comunicación. 

Como el mismo nombre lo indica, este modelo está compuesto, en su más simple contexto, de dos 

Etapas; Map y Reduce. La estructura básica de datos en este estilo de programación es en pares 

Clave-Valor (Key-Value pairs). El tipo de datos que puede manejar tanto las claves como los valores 

pueden ser del tipo: primitivos; enteros, punto flotante, cadena de caracteres y bytes; o de estructura 

más compleja; listas, tuplas, arreglos, etcétera. 

De esta forma, el programador debe definir el código para ambas etapas con las siguientes firmas†‡: 

Map: (k1,v1) → [(k2,v2)] 

Reduce: (k2,[v2]) → [(k3,v3)] 

Se observa que el resultado o salida de la etapa Map corresponde al mismo formato de la entrada en la 
etapa Reduce. 

El código definido como etapa Map, será aplicado a cada clave-valor único en la entrada, (K1,V1). Al 

procesar todos los pares en la entrada, se generará una cantidad arbitraria de pares clave-valor 

intermedia (K2,V2). El código definido para la etapa Reduce será aplicado a todos los valores asociados a 

la misma clave, (K2 , [ ... V2 … ]), para generar pares de salida [(K3,V3)]. En el paso intermedio entre Map 

y Reduce, se observa una ventaja de este framework, la cual es garantizar el agrupamiento de todos 

los valores por clave idéntica, y de esta forma actúan como entrada a cada reduce. Al término de la 

                                                           

† K significa clave(key), mientras la letra V significa valor (value). 
‡ El contenido dentro de los corchetes [..], se refiere a una lista de elementos; valores, claves ó claves-valores 
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etapa Reduce, los datos de salida son reescritos en el sistema de archivo distribuido, es decir en HDFS. 

En base al modelo de programación, la siguiente imagen nos muestra el panorama general de las 

etapas que se debe considerar cuando se genera código con este framework. 

 

Figura 16. Vista simplificada de MapReduce (Lin & Dye, 2010) 

Como ejemplo, se considera el siguiente pseudocódigo para conteo de palabras en un archivo. 

 

Figura 17. Pseudocódigo MapReduce para conteo de palabras (Lin & Dye, 2010) 

La descripción de la tarea Map, declarándola como una clase junto con el código de su método, 

recibe dos argumentos que, en orden, corresponde el primero a la clave, en este caso un ID que hace 
referencia a una línea del archivo a procesar, y el segundo al valor de este par, que en este sencillo 

ejemplo representa el contenido, o todas las palabras, de esta línea. Dentro de este método Map se 
declara un ciclo de iteraciones, el cual indica que para cada palabra que contenga la actual línea se 
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emita en la salida la palabra como clave y el número 1 como valor§, generando así un total de pares 
clave-valor igual a todas las palabras dentro del archivo. 

Para la descripción de la tarea Reduce, como argumentos se recibe, también en orden, primero la 

clave (la palabra), y segundo, una lista de todos los valores que tienen la misma clave (idéntica 

palabra). Se inicializa una variable temporal de conteo y se declara un ciclo donde se realizará cada 

iteración para cada valor dentro de la lista, claramente la lista será un conjunto de número 1, los 

cuales serán sumados actualizando la variable temporal. Al terminar el ciclo se emite finalmente la 

palabra o clave que se recibió y el conteo final de esta clave ó palabra. Nuestro sencillo código realiza lo 

siguiente si la entrada es solo una línea. 

 

Figura 18. Diagrama del proceso para el pseudocódigo de la Figura 16 

Bajo este criterio, es decir, a vista solo del programador, se debe tomar en cuenta la cantidad de 

ejecuciones Map y Reduce que serán aplicados en el código, a fin de tener un sentido de control al 

momento de programar. Una simple vista cuando se define la tarea Map, es tomando que el código 

definido en esta etapa será solo para un par clave-valor. 

Por defecto, en Hadoop la clave en el archivo de entrada es considerada como el número de línea (o 
renglón) en el texto o dataset que se ingresa, mientras que el valor es el texto o contenido en tal 
línea. Esta es una propiedad en la entrada del archivo llamada FileInputFormat**. Si el archivo de 
entrada cuenta con cuatro líneas, sin importar la cantidad de palabras, letras o caracteres  que contenga 
cada línea, se considera como cuatro pares clave-valor. Por lo tanto el código definido será ejecutado 

cuatro veces, una por cada par. Esto no significa que existen cuatro tareas Map, simplemente las veces 
que se ejecutará el código. La cantidad real de tareas Map está definida por la cantidad de bloques en 

que se dividió el archivo general. 

El archivo podría contener miles de líneas y estar dividido en cuatro bloques, lo que significa que 

el sistema Hadoop determinará cuatro tareas Map, de las cuales, cada una de las tareas ejecutará el 

código que tenga definido la cantidad de líneas que contenga su respectivo bloque. Si un bloque cuenta 

con 200 líneas, tal tarea Map ejecutara su código 200 veces, una por línea, o en otras palabras, una 

por clave-valor. 

                                                           

§ La descripción del código indica un conteo del número de ocurrencias de palabras idénticas que se encuentren. En este caso solo 
se asume asignación del número 1 para todas las palabras, idénticas o no, para mayor entendimiento con la figura x. 
** Existen distintas propiedades para la entrada de datos que pueden ser especificadas dependiendo de la finalidad del programa. 
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Como resultado de esta primera etapa, se generará una cantidad específica de claves y cada clave 

contendrá una cantidad de valores. Por lo que, desde la perspectiva del programador, el código 

definido en la etapa Reduce, se ejecutará la cantidad de claves que reciba del paso intermedio. Si 

como resultado de la etapa Map se generaron 300 claves auténticas (podrían generarse miles de 

claves pero al agrupar por su igualdad se garantiza su autenticidad), con sus valores agrupados, 

entonces el código definido en la etapa Reduce se ejecutará 300 veces, una por cada clave. 

Retomando el código de la Figura 16, apliquemos sobre un archivo con cuatro líneas de texto y 

dividiendo el archivo en dos partes. El siguiente diagrama nos muestra el proceso. 

 

Figura 19. Diagrama para la ejecución del pseudocódigo Figura 16 (Achari, 2015) 

En este diagrama, la etapa Sort and Shuffle significa la garantía del framework para agrupar los 

valores por claves idénticas, por lo que el programador no tiene que preocuparse por este 

ordenamiento. 

2.3.3. Data Locality. 

Este framework distribuido se enfoca en ubicar los datos en los nodos de cómputo de forma 

distribuida con el propósito de realizar el procesamiento de forma local. En contraste a las 

tradicionales formas de operar información como las bases de datos relacional en donde la 

transferencia de esta información se convierte en un cuello de botella cuando los tamaños son de 

volúmenes muy grandes. A este método se le llama Localidad de Datos o comúnmente Data Locality, la 

cual es la característica principal en Hadoop. De esta forma, lo que se envía a cada nodo es el 

código que procesará el bloque que tal nodo contenga.  

Físicamente, en la primera etapa Map, se observa claramente la localidad de datos en forma de 

bloques, en donde el framework envía las tareas Map, una por bloque/nodo. Es en la siguiente 

etapa, Reduce, que se desvanece esta localidad de datos al ordenar y enviar los datos intermedios al 

nodo que realizará la operación reduce. Si la cantidad de claves es muy grande, la transferencia de 
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datos crece y con esto, el desbalance en el procesamiento, incrementando el tiempo total de la 

ejecución del Job, debido al costo en la comunicación. 

Con la intención de balancear este peso en la comunicación, existen diversas soluciones para 

implementar tanto en el framework del sistema como en la programación del  código  en  MapReduce. 

Para el caso de mejora desde la perspectiva del framework, una propuesta sugerida en el trabajo (Li, Wu, 

Zhong, & Yang, 2015), en donde el objetivo es asignar las tareas Reduce a los nodos que contengan la 

mayor cantidad de claves que tal tarea considere procesar. Esto es, a partir de cierta cantidad de claves 

generadas en la tarea Map localmente en un nodo, se puede designar una tarea Reduce que procese los 

valores para tal clave, evitando de esta forma transferir esta cantidad de claves hacia otro nodos que 

probablemente cuente con pocas o ninguna clave para la designada tarea Reduce. Por supuesto esta 

propuesta considera la carga que cada nodo tenga asignada y delegar a otro nodo el procesamiento si no 

considera viable asumir la carga de trabajo. 

Considerando mejorar desde la perspectiva de la programación, existen etapas anexas a Map y Reduce; 

Etapa de Combinadores y Particionadores. 

Tomemos como ejemplo la imagen de la Figura 19 que trata con el conteo de palabras en un archivo. En 

este caso cada palabra en el bloque correspondiente, es asignada como clave en los datos 

intermedios, y el número 1 como el valor para cada clave. Claramente se crearán multitud de claves 

iguales con el valor 1. El framework Hadoop garantiza el agrupamiento por clave, por supuesto con 

sus valores correspondientes, y la transferencia a una tarea Reduce. El inconveniente yace en la 

enorme cantidad de claves iguales a ser transferida hacia la siguiente etapa. En este ejemplo, debido a 

que es un conteo de ocurrencias, desde la etapa Map es posible realizar un conteo local de 

coincidencias con el objetivo de transferir una menor cantidad claves. Esta implementación llamada 

Agregación Local (Local Aggregation), permite una menor cantidad datos intermedios para la 

siguiente etapa. 

Para visualizar esta Agregación Local, tómese el ejemplo de la Figura 19 pero esta vez el código en 
la etapa Map considera un previo agrupamiento para las palabras que sean iguales. La Figura 20†† 

muestra este agrupamiento local desde la etapa Map. Se puede observar que la cantidad de 
comunicación se reduce a un solo enlace a la salida de la etapa Map e inicio de la etapa sort and 
shuffle. A diferencia de la figura anterior, Figura 19, cada clave tiene una línea de comunicación por 
cada clave (representada con líneas conectoras), sin importar que sean idénticas y por supuesto 

que provengan de la misma ejecución o instancia. 

                                                           

†† En esta figura, para ilustrar el efecto de la agregación local, se modificó el contenido de cada línea. 
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Figura 20. Diagrama para la ejecución del pseudocódigo de la Figura 16 agregando una agrupación en la etapa Map 

Desafortunadamente, no todos los propósitos son candidatos de utilizar este tipo de Agregación Local. 

Tómese por ejemplo los casos en que no se requiere obtener el total de ocurrencias sino un 

promedio de alguna cantidad. Es por lo tanto que operaciones que presenten asociatividad y 

conmutatividad en el proceso general, son buenos candidatos para la Agregación Local. 
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Capítulo 3 
Implementaciones 

Para el caso de este trabajo se realizaron implementaciones con el propósito de experimentar la 

operación del sistema Hadoop sobre archivos de tamaño que permitan observar su división en 

diferentes bloques y de forma automática la creación de más de una tarea Map. La primera 

implementación muestra el algoritmo utilizado para el procedimiento de Max-Pooling con 

deslizamiento de todas las ventanas en cada elemento. Consecuentemente, se toma ventaja en la 

configuración del programa controlador para el ingreso de más de un archivo al programa completo 

MapReduce con el objetivo de implementar un Kernel que filtre una matriz de entrada. En estas dos 

implementaciones se realizaron dos algoritmos que generan la misma cantidad de claves para la etapa 

Reduce. De esta forma, se puede realizar una comparación en el tiempo de ejecución de los dos 

algoritmos, claro, además de considerar el tamaño de la matriz. 

3.1. Tiempo de ejecución 

Previo a mostrar las implementaciones, es importante recordar el objetivo global de este framework, 

esto es, dividir la entrada de datos y procesar cada partición a fin de reducir el tiempo de ejecución que 

tomaría procesarla secuencialmente. En otras palabras, procesar cada bloque de datos de forma paralela. 

En (Pacheco, 2011) se nos recuerda la importancia del no determinismo en el cómputo al implementar el 

paralelismo para un objetivo en particular. 

Para estas implementaciones, en donde se define un código para cada etapa, es evidente que hay no 

determinismo en el tiempo de ejecución debido a la independencia que a cada tarea le tome concluir, 

más aún, la independencia de cada nodo‡‡. Por lo tanto, el tiempo total que le tome a un trabajo en este 

ambiente, Hadoop, depende también de aspectos independientes al algoritmo utilizado, como; la 

configuración que determina la cantidad de bloques que componen el dataset inicial, la repartición de 

tareas Map o Reduce y el tiempo de comunicación entre nodos, esto es, entre tareas Map a Reduce. 

En este apartado se analizará el tiempo de ejecución de las implementaciones, esto es, en el 

algoritmo pensado para el framework de MapReduce. El final del capítulo previo, señala que existe 

                                                           

‡‡ En este sentido, el framework está pensado para operar sobre nodos no dedicados para un propósito en especial, sino de acceso 
común, por lo que es cambiante el tiempo de ejecución debido a los recursos con que cada nodo cuente 
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una relación en la forma de abordar el algoritmo con el tiempo de comunicación, en específico en la 

cantidad de claves generadas antes de la etapa Reduce; menor cantidad de claves (auténticas o no), 

menor cantidad de comunicación. Ambos algoritmos utilizados para la implementación de Max- 

Pooling y Filtrado por medio de un kernel, generan la misma cantidad de claves. Por lo tanto, aún se 

mantiene independiente el tiempo de comunicación en la etapa intermedia. 

3.2. Implementaciones Max Pooling y Aplicación de Kernel. 

Uno de los sub campos dentro del aprendizaje de máquina son las Redes Neuronales Convolucionales, 

las cuales realizan extracción de características automáticamente de los datos pre procesados para su 

operación (wang, cui, & ke, 2023). Comúnmente estas redes neuronales convolucionales consisten de 

distintas capas como; convolucional, de extracción, activación entre otras. La convolución es la capa 

principal en las redes convolucionales ya que es aquí donde se detectan características en los datos de 

entrada, no únicamente en imágenes, sino en datos de audio, texto, series de tiempo etcétera. Tales 

características son obtenidas aplicando filtros o kernels en la entrada de datos a fin de crear mapas de 

características. Seguido de la capa de convolución se aplica una capa de extracción. Como se explica en 

(Özdemir, 2023) esta capa de extracción (pooling layer) es una etapa crucial para reducir el tamaño del 

modelo de la red convolucional. Esto es, reemplazando un conjunto de valores en una cantidad reducida 

de estos que reemplaza las características comunes de la entrada en información “valiosa”, 

manteniendo la información útil y descartando información irrelevante. Los propósitos principales de 

aplicar una capa de extracción o pooling son; reducir el costo computacional al reducir el número de 

parámetros y, acorde a (Gholamalinejad & Khosravi, 2020), prevenir al modelo de memorizar. 

Existe una similitud en la aplicación de un kernel que filtre los datos de entrada (o convolución) y la 

extracción de características. Para ambas técnicas se utiliza una ventana con determinado tamaño 

sobrepuesta en la matriz de entrada, la cual se deslizará a través de la matriz completa. Con el rango de 

valores que abarque o limite esta ventana sobre la matriz de entrada se realiza alguna operación. La 

operación que se realice es lo que distingue ambas técnicas. En general los deslizamientos son los que  

producen  la  distinción  entre  ventanas.  Tómese  como  ejemplo  la  figura  siguiente  para 

comprender la aplicación de este concepto. En este caso solo se muestran tres ventanas que 

corresponden (aplicando alguna determinada operación) a los elementos de una matriz de salida. 
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Figura 21. Representación de la Matriz de salida al aplicar ventanas en la Matriz de Entrada. 

Se muestra que la matriz de entrada es de 6x6, el tamaño de la ventana de 3x3 y la separación entre 

ventanas (el deslizamiento) es de uno. 

Debido a que cada ventana corresponde a cierto elemento en la matriz de salida, se tiene que la 

cantidad de ventanas es el total de elementos en esta matriz. Por esta razón, podemos asignar índices 

que identifiquen a cada ventana. Tales índices serán los mismos para los respectivos elementos en la 

matriz de salida. 

Con esta información de antemano, los dos algoritmos que tratan con estas dos implementaciones, 

Max-Pooling y convolución mediante un kernel, generan una cantidad de claves igual a la cantidad de 

ventanas. Por lo tanto, es posible asignar a cada clave los índices de las ventanas y por supuesto esto 

corresponde a los índices de la matriz de salida. Los valores de cada clave, será un acarreamiento de 

información de la matriz de entrada que cubra su respectiva ventana. Tal información es lo que 

distingue una implementación de la otra. 

3.2.1. Max-Pooling 

La técnica de pooling tiene como objetivo preservar el significado de los valores de entrada en un 

tamaño reducido, esto es, expresar un grupo de valores en la entrada con un solo valor  que represente 

un determinado significado dentro del grupo. Este submuestreo de la entrada tiene como propósito 

reducir la complejidad computacional y el número de parámetros. Las técnicas comunes en el 

submuestreo son Max-Pooling, o extracción del valor máximo del grupo, y Average-Pooling, 

extracción mediante el promedio en los valores del grupo. 

Se conoce que el formato de la matriz de entrada es en forma de un valor (con índices) por 

renglón. Esto es, índice de renglón, el índice de la columna y el valor del elemento, por supuesto 

colocando una coma para separar estos tres identificadores. 



 

Previamente se explicó que el 

código Map por renglón. Una eje

3.2.1.1. Primer Algorit

El primer algoritmo para la etapa 
sobre toda la matriz de entrada por medio de deslizamientos (strides) parametrizables desde el código de 
la clase principal o de control. 

El algoritmo opera de la siguiente forma
de la ventana, y número de desliz
el código del controlador, los cuales 

En la etapa Map, por cada elemento de la matriz de entrada, realizar
ventanas. Si el valor siendo procesado está dentro de los límites superior e inferior de la ventana actual en 

iteración, se le asigna como clave los índices de tal ventana. En caso contrario, continúa con la siguiente 
ventana o iteración. En la Figura 22

tarea Map. El contorno en color rojo muestra los límites de alguna ventana, los cuadros sombreados son 
los elementos de la matriz que ya fueron proc
intensidad es el elemento que está siendo procesado al momento actual.

Figura 22.

Se nos muestra un solo procesamiento o instancia que corresponde al elemento 

y cuatro distintas iteraciones. Con un 
imágenes b, c y d nos muestra la iteración 11

elemento se asignará solamente a las ventanas 11(con índices 3,2) y 12(índices 4,2) co

ejecutar el código Map en este elemento. Al término de las 
procesamiento con el elemento adyacente a la derecha, es decir, 

siendo x el valor que contenga tal elemento.

Enviando estas ventanas a la 

cantidad de ventanas que tienen
son de la forma (m, n), es decir
de los elementos dentro del 
solo requiere los valores dentr
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 formato por defecto del clúster en Hadoop reali

ejecución será entonces considerando solo un eleme

tmo 

El primer algoritmo para la etapa Map generará las claves con los índices de las ventanas aplicando 
sobre toda la matriz de entrada por medio de deslizamientos (strides) parametrizables desde el código de 

El algoritmo opera de la siguiente forma: se determinan los parámetros de la matriz de entrada, tamaño  
ntana, y número de deslizamientos entre ventanas. Estos parámetros son preestablecidos al definir  

el código del controlador, los cuales pueden ser accedidos por los códigos Map y 

ap, por cada elemento de la matriz de entrada, realizará n iteraciones, siendo 
ventanas. Si el valor siendo procesado está dentro de los límites superior e inferior de la ventana actual en 

iteración, se le asigna como clave los índices de tal ventana. En caso contrario, continúa con la siguiente 
la Figura 22 se observan los valores de la matriz de entrad

ap. El contorno en color rojo muestra los límites de alguna ventana, los cuadros sombreados son 
los elementos de la matriz que ya fueron procesados previamente y el cuadro enmarcado con mayor 
intensidad es el elemento que está siendo procesado al momento actual. 

. Representación del deslizamiento en el primer algoritmo.

Se nos muestra un solo procesamiento o instancia que corresponde al elemento i,j

y cuatro distintas iteraciones. Con un stride de dos la imagen a nos muestra la primera iteración, las 
nos muestra la iteración 11°, 12° y 13°, respectivamente. La Figura 22

elemento se asignará solamente a las ventanas 11(con índices 3,2) y 12(índices 4,2) co

ap en este elemento. Al término de las n iteraciones comienza un nuevo 
procesamiento con el elemento adyacente a la derecha, es decir, la línea de texto que contiene 

el valor que contenga tal elemento. 

 siguiente etapa, Reduce, se obtiene que la ca

ienen lugar dentro de la matriz de entrada. Por lo q
ir los índices de la ventana. Como valores, estos 
 rango de cada ventana. Debido a que la o
ro de la ventana para calcular el máximo, no

realizará la ejecución del 

emento. 

ap generará las claves con los índices de las ventanas aplicando estas 
sobre toda la matriz de entrada por medio de deslizamientos (strides) parametrizables desde el código de 

e determinan los parámetros de la matriz de entrada, tamaño  
amientos entre ventanas. Estos parámetros son preestablecidos al definir  

ap y Reduce. 

iteraciones, siendo n el total de 
ventanas. Si el valor siendo procesado está dentro de los límites superior e inferior de la ventana actual en 

iteración, se le asigna como clave los índices de tal ventana. En caso contrario, continúa con la siguiente 
se observan los valores de la matriz de entrada en donde se ejecuta la 

ap. El contorno en color rojo muestra los límites de alguna ventana, los cuadros sombreados son 
esados previamente y el cuadro enmarcado con mayor 

 

lizamiento en el primer algoritmo. 

i,j de la matriz de entrada 

nos muestra la primera iteración, las 
La Figura 22 revela que este 

elemento se asignará solamente a las ventanas 11(con índices 3,2) y 12(índices 4,2) como clave al 

iteraciones comienza un nuevo 
texto que contiene j, i+1,x 

cantidad de claves es la 

que las claves asignadas 
estos se componen de la lista 

operación Max-Pooling 
o se requiere enviar los 



 

índices de estos. 

La etapa Reduce recibirá esta lista

para esta etapa, se considera como

en el código Reduce se realiza

variable temporal con el elemento a

variable temporal. De esta form

lista. El framework por defecto 

objetivo de ignorar la tabulaci

salida se asigna la clave como 

entrada, es decir los índices de 

de la variable temporal con el 

todas las instancias Reduce aplica

cada uno contiene como texto:

encontrado en esta ventana. Asu

El pseudocódigo utilizado para este 

Debido a la naturaleza del framework 

como se recomienda por (Wilkinson & Allen, 2004)

temporal que interesa para el 

notación O. Como guía se utiliza

Stein, 2009) que indica es el
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lista de valores, donde en el procesamiento, es d

como aplicado sólo sobre los valores de cada clav

a un bucle iterando con cada elemento de la l

ento actual en iteración solo si el valor del elem

ma, al final de este bucle se mantiene solo el elem

 en Hadoop, separa con una tabulación la clave d

ión y asignar un símbolo de coma “,” entre la

 “null” y como valor el primer elemento en tip

 la ventana, se agrega un símbolo de coma “,” y

 elemento máximo encontrado. De esta forma,

licadas, existe una clave única, “null” y una lis

o: índices de la ventana, un símbolo de coma 

umiendo k3,v3 en la salida del Job se tiene: 

K3 = null, 

V3 = K2 + coma(,) + max[V2] 

El pseudocódigo utilizado para este caso es de la siguiente manera: 

Figura 23. Pseudocódigo del primer algoritmo. 

Debido a la naturaleza del framework MapReduce, este código es buen candidato para ser analizado 

(Wilkinson & Allen, 2004), es decir de forma secuencial.

 propósito de comparar ambos algoritmos utili

a la definición de tiempo de ejecución de (Corm

el número de operaciones primitivas o pasos 

decir el código definido 

ve única. Para este caso, 

lista y actualizando una 

emento es mayor que la 

mento más grande de la 

del o los valores. Con el 

la clave y el valor, en la 

po texto será la clave de 

y se coloca el contenido 

a, en la salida global de 

lista de valores en donde 

 “,“ y el valor máximo 

 

educe, este código es buen candidato para ser analizado 

, es decir de forma secuencial. La complejidad 

tilizados es mediante la 

men, Leiserson, Rivest, & 

 ejecutados. Desde esta 



 

perspectiva, una cantidad consta

tanto, la ejecución de la i-ésima 

Analizando el pseudocódigo en la etapa Map

Figura 24. Pseudocódigo Map 
número de renglones y columnas

Para este caso, el valor de n es 

de entrada. El valor de tj en la últ

será ejecutada para la iteración 

de tj puede ser 1 ó 0, dependien

Para calcular el tiempo de eje
multiplicando cada instrucción (o

T(𝑛) = c1 + c2 + c

Para el último elemento de esta

ventana en iteración, y uno si es
cantidad de veces que se ejecute
esto es: 

por lo que en este caso la ecuaci

𝑇(𝑛) =  𝐶ଵ + 𝐶ଶ

Reordenando la ecuación, recordan
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constante de tiempo es necesaria para cada línea del

 línea toma una cantidad constante ci  de tiempo.

en la etapa Map con mayor detalle: 

Map del Primer Algoritmo con el costo de cada instrucción. 
nglones y columnas respectivamente, de la matriz de entrada. Kr y Kc indica

columnas del Kernel. 

 igual al número total de ventanas que tengan lu

ltima instrucción, nos indica el número de veces 

 o ventana j. Debido a que se trata de una condic

iendo si el elemento esta dentro del rango de la ven

ejecución de este pseudocódigo se realiza la sum
(o su costo) por su respectivo número de iteracion

+ c3n+ c4(n − 1) + c5(n − 1) + c6(n − 1) + c

a ecuación, tj, se sabe que será cero si el elemen

sta dentro del rango, por lo que en el mejor esce
te la instrucción, se da cuando el elemento solo 

𝑐  𝑡

ିଵ

ୀ
= 𝑐 

ión resulta: 

ଶ + 𝐶ଷ𝑛 + 𝐶ସ(𝑛 − 1) + 𝐶ହ(𝑛 − 1) + 𝐶(𝑛 −

ordando n como la variable independiente: 

del pseudocódigo. Por lo 

o. 

 

Mr y Mc indican el 
indican renglones y 

ugar dentro de la matriz 

 que esta línea de código 

ndicionante tipo if, el valor 

ntana en iteración. 

ma de cada instrucción, 
nes, esto es 

− 1) + c7∑ 𝑡
ିଵ
ୀ  

nto no forma parte de la 

enario, es decir la menor 
 pertenece a una ventana, 

− 1) + 𝐶 
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𝑇(𝑛) =  (𝐶ଷ + 𝐶ସ + 𝐶ହ + 𝐶)𝑛 + (𝐶ଵ + 𝐶ଶ + 𝐶ସ + 𝐶ହ + 𝐶 + 𝐶) 

En la peor situación en donde tj corresponda a la mayor cantidad de ejecuciones, se considera que el 
elemento pertenece a la mayor cantidad de ventanas posibles ó a todas. 

𝑇(𝑛) =  (𝐶ଷ + 𝐶ସ + 𝐶ହ + 𝐶 + 𝐶)𝑛 + (𝐶ଵ + 𝐶ଶ + 𝐶ସ + 𝐶ହ + 𝐶) 

En ambos casos se observa una función del tipo an + b, es decir una función lineal. Traduciéndose que el 
tiempo de ejecución crece linealmente conforme crece la cantidad de ventanas. 

Analizando el tiempo de ejecución de la etapa Reduce 

 

Figura 25. Pseudocódigo Reduce con el costo de cada instrucción 

𝑇(𝑛) =  𝐶ଵ + 𝐶ଶ + 𝐶ଷ 

3.2.1.2. Segundo Algoritmo 

Para el caso de una alternativa al código anterior, el enfoque de asignar las ventanas es diferente. En 

el código anterior se realizan n iteraciones donde n es el total de ventanas con la adición de algunas 

instrucciones cuando el elemento siendo procesado pertenece a la ventana. Este segundo enfoque 

tiene como propósito evitar la iteración de todas las ventanas, y solamente iterar para las ventanas a 

las que el elemento pertenezca. 

Como se podrá observar, la diferencia radica en la disminución de iteraciones ya que si el número de 

ventanas tienden a crecer, las iteraciones aumentan. En este segundo algoritmo, si las ventanas 

incrementan, su tamaño se disminuye y por lo tanto las iteraciones disminuyen. El siguiente 

pseudocódigo, mediante comentarios, explica cada instrucción la forma de abordar el problema: 

. . . . .         (ec. 1) 



 

Figura 

Se observó que se puede obtener

elemento en la línea de asignación de 

derecha, mediante la función p

decir la parte entera de tal coc

cuenta aquellos elementos que 

ecuación para obtener el tamañ

matriz, ya sea flanco derecho o

rango de la matriz de salida, po

columna o de renglón) de la m

comenzará con tal ventana como

actual, comenzando con la últi

decrementada no abarque el índ

la iteración es que la ventana decr

3.2.1.2.1. Análisis de tiem

Nuevamente se realiza un anális

muestra la siguiente imagen do

asignan los costos y las correspo
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Figura 26. Pseudocódigo Map del Segundo Algoritmo. 

btener de forma directa la última ventana a la q

en la línea de asignación de nm, asumiendo el recorrido de esta 

piso en el cociente del índice del elemento entre

ciente). Podemos observar que en la primera 

 hayan quedado fuera o no considerados al calc

ño de la matriz de salida. Debido a que en los ú

 inferior, la ventana calculada mediante la funci

or lo que, si es el caso, a tal elemento se le asig

atriz de salida. De esta forma, el ciclo while en 

mo la última. Cada iteración de este ciclo, asignar

ima, y recorriéndola en forma reversible hasta 

dice del elemento siendo procesado. Otra condi

ecrementada llegue hasta cero. 

mpo de ejecución. 

álisis en el tiempo de ejecución ahora para el seg

onde se han retirado los comentarios para com

ondientes repeticiones. 

 

que será asignado cada 

 ventana de izquierda a 

entre el desplazamiento (es 

 condicionante toma en 

cular las ventanas con la 

últimos elementos de la 

ión piso estará fuera del 

gna el último índice (de 

 la siguiente instrucción 

nará como clave la ventana 

 que la ventana actual o 

ición para que continúe 

segundo algoritmo, como 

odidad del análisis y se 



 

Figura 27.  Pseudocódigo Map del 

En este análisis, n indica la can

contrastando al primer código d

cero en la situación que no se cump

Se realiza la suma de cada instru

ecuación respecto a n 

(𝑛) = c1 + c2 + c3 + c4(t) + c5 + c6 + c7(t) + c8(

Reordenando la ecuación resulta

(𝑛) = (c8 + c9 + c10)n + (c1 + c2 + c3 + c4 + c5 + c6 + c7 + c8)

Tanto para el mejor como el pe

instrucciones c4 y c7 como consta

Para realizar una comparativa 

variable independiente en ambo

la cantidad total de ventanas y en

representa las iteraciones que u

número en cada caso. 

Para el algoritmo 1 se tiene que 

#𝑉𝑒𝑛𝑡𝐻𝑜𝑟 ∗ #

Utilizando la ecuación para det

tamaño de la ventana: 
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Pseudocódigo Map del Segundo Algoritmo con el costo de cada instrucción.

ntidad de ventanas a las que pertenece el elem

donde n indica el total de ventanas. En el caso de

cumpla la condición o uno en caso contrario. 

rucción con el producto de su correspondiente ite

) = c1 + c2 + c3 + c4(t) + c5 + c6 + c7(t) + c8(𝑛 + 1) + c9n + c10n

esulta 

) = (c8 + c9 + c10)n + (c1 + c2 + c3 + c4 + c5 + c6 + c7 + c8)

peor escenario, el tipo sigue un patrón lineal an +

onstantes. 

 entre el primer y segundo algoritmo, debemos

os pero enfocados de distinta forma. En el primer

en el segundo las ventanas a las que un elemento re

un algoritmo deba ejecutar por lo que se anali

 n es: 

∗ #𝑉𝑒𝑛𝑡𝑉𝑒𝑟𝑡 = 𝐶𝑜𝑙𝑀𝑎𝑡𝑟𝑖𝑧𝑆𝑎𝑙𝑖𝑑𝑎 ∗ 𝑅𝑒𝑛𝑔𝑀𝑎𝑡𝑟

terminar las columnas y renglones a partir de la

 

Algoritmo con el costo de cada instrucción. 

mento siendo procesado, 

de t nos permite asignar 

iteración para generar la 

+ 1) + c9n + c10n 

) = (c8 + c9 + c10)n + (c1 + c2 + c3 + c4 + c5 + c6 + c7 + c8) 

+ b solo removiendo las 

os considerar que n es la 

mer algoritmo, n representa 

to representa. En general 

za de qué depende este 

𝑟𝑖𝑧𝑆𝑎𝑙 

a matriz de entrada y el 

. . . . .        (ec. 2) 
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#𝑉𝑒𝑛𝑡𝐻𝑜𝑟 ∗  #𝑉𝑒𝑛𝑡𝑉𝑒𝑟𝑡 = ൭൬
𝐶𝑜𝑙𝑚𝑀𝑎𝑡𝐸𝑛𝑡 −  𝑇𝑎𝑚𝑉𝑒𝑛𝑡

𝐷𝑒𝑠𝑙𝑖𝑧𝑎𝑚𝑖𝑒𝑛𝑡𝑜
൰ + 1൱ ∗ ቆ൬

𝑅𝑒𝑛𝑔𝑀𝑎𝑡𝐸𝑛𝑡 −  𝑇𝑎𝑚𝑉𝑒𝑛𝑡

𝐷𝑒𝑠𝑙𝑖𝑧𝑎𝑚𝑖𝑒𝑛𝑡𝑜
൰ + 1ቇ 

A partir de esta valoración, se observa que el total de iteraciones/ventanas, depende del tamaño de la 

matriz, del deslizamiento y el tamaño de la ventana. Recordando que el tamaño de la ventana está 
limitado al tamaño de la matriz del lado creciente y hacia uno como valor mínimo. Para las redes 

neuronales convolucionales (CNN’s) se recomienda un tamaño establecido del tamaño de la ventana, 

cuadrada, de 3, 5, 7 y 9. Por lo tanto, de la ecuación anterior, el tamaño de ventana se considera 

constante y para el peor escenario, el deslizamiento se considera de 1, dejando la ecuación dependiente 

del tamaño de la matriz. Por lo tanto a un mayor tamaño de la matriz el número de iteraciones tiende a 

crecer. Una forma de visualizar el crecimiento en el mejor escenario es con la matriz cuadrada en donde 

la ecuación anterior sigue la forma a2 -2ab + 1, de donde el primer término es el de mayor relevancia y 

el cual nos indica que las iteraciones, y por lo tanto el tiempo de ejecución, crece exponencialmente 

conforme la matriz de entrada sea más grande. 

Sea ColmMatEnt = RengMatEnt = TamMat: 

𝑇𝑜𝑡𝑎𝑙 𝑑𝑒 𝑉𝑒𝑛𝑡𝑎𝑛𝑎𝑠 (𝑛) = ቈ൬
𝑇𝑎𝑚𝑀𝑎𝑡 − 𝑇𝑎𝑚𝑉𝑒𝑛𝑡

𝐷𝑒𝑠𝑙𝑖𝑧𝑎𝑚𝑖𝑒𝑛𝑡𝑜
൰

ଶ

+ 2(
𝑇𝑎𝑚𝑀𝑎𝑡 − 𝑇𝑎𝑚𝑉𝑒𝑛𝑡

𝐷𝑒𝑠𝑙𝑖𝑧𝑎𝑚𝑖𝑒𝑛𝑡𝑜
) +  1 

Con el propósito de depender solo de un término, se establece la matriz de entrada cuadrada para 

visualizar el efecto en el tiempo de ejecución con una sola variable independiente; TamMat. 

Considerando el primer término el de mayor relevancia, el total de ejecuciones n podría ser 

reemplazado con tal término cuadrático en el tiempo de ejecución: 

 

Figura 28. Estimación del tiempo de ejecución para el primer algoritmo. El gráfico Izquierdo indica el tiempo de 
ejecución respecto al total de ventanas aplicadas en la entrada. El Gráfico Derecho indica tiempo de ejecución 

respecto al tamaño de la Matriz.§§ 

                                                           

§§ La ecuación del gráfico izquierdo hace referencia a ec.1 . Para la ecuación del gráfico derecho, hace referencia  a la ec.1 al ingresar 
la ec. 3 y únicamente tomando el término que impacta en mayor cantidad, esto es, el término cuadrático. Retomando que n = total 
de ventanas y el total de ventanas viene indicado por (ec.3). Tomar en cuenta que el análisis se realiza sobre el código, por lo tanto el 
tiempo de ejecución es para una sola ejecución. 

. . .  (ec. 3) 



 

En el segundo algoritmo, el nú

pueda pertenecer. El peor escenario donde el nú

alguno de los elementos tienda a pertenecer a todas las ventanas. Si 

solo renglones ó columnas, es la mitad de la matriz de entrada, los elementos tienden a pertenecer a 

todas las ventanas. Si la ventana sigue creciendo, 

las ventanas pero el número de ventanas tiende a reduci

iteraciones ya que decrece el nú

்௧

 

Para deslizamientos de 1: 

Nuevamente recordando que n 

sola ejecución, se muestra la siguiente 

al incrementar el tamaño de la m

las iteraciones con el tamaño de

Figura 29. Estimación del tiempo de ejecución para el segundo 
tiempo de ejecución respecto al total de ventanas 

indica tiempo de ejecución respe

Este análisis es de utilidad ya q

Map, el primer algoritmo tiend

segundo crece linealmente con 

mantiene, independientemente 

procesamiento de la matriz, en el 

                                                          

*** Nuevamente considerar el tiempo únicamente  para una sola e
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, el número de iteraciones n depende de las ventanas a las que un elemento 

. El peor escenario donde el número de iteraciones es ma

de los elementos tienda a pertenecer a todas las ventanas. Si la ventana, ya sea considerando 

lumnas, es la mitad de la matriz de entrada, los elementos tienden a pertenecer a 

. Si la ventana sigue creciendo, el/los elemento(s) tiende(

mero de ventanas tiende a reducirse y por lo tanto decrece el nú

iteraciones ya que decrece el número de ventanas. 

max
்௧ ௗ ௗ௦௭௧ ஷ

𝑛 = ඌ
𝑇𝑎𝑚𝑉𝑒𝑛𝑡𝑎𝑛𝑎

𝑑𝑒𝑠𝑙𝑖𝑧𝑎𝑚𝑖𝑒𝑛𝑡𝑜
ඐ +  1

𝑛 = 𝑇𝑎𝑚𝑉𝑒𝑛𝑡𝑎𝑛𝑎 +  1 

 representa el número de iteraciones que interesa

siguiente gráfica del lado izquierdo. Para la gráfica

matriz la ejecución permanece constante ya que

de la matriz en este segundo algoritmo. 

Estimación del tiempo de ejecución para el segundo algoritmo. El gráfico i
tiempo de ejecución respecto al total de ventanas a las que pertenece el elemento. El gráfico d

indica tiempo de ejecución respecto al tamaño de la matriz*** 

que, considerando que MapReduce no tenga nin

de a crecer exponencialmente con el tamaño d

 el tamaño de la ventana, por lo tanto es constan

 si la matriz aumenta. Si la matriz aumenta, la

triz, en el segundo algoritmo, crece linealmente confor

                   

Nuevamente considerar el tiempo únicamente  para una sola ejecución. 

depende de las ventanas a las que un elemento 

mero de iteraciones es mayor, es el caso en que 

la ventana, ya sea considerando 

lumnas, es la mitad de la matriz de entrada, los elementos tienden a pertenecer a 

(n) a pertenecer a todas 

rse y por lo tanto decrece el número de 

ඐ 1 

eresa para el tiempo de una 

ica derecha se observa que 

e no hay dependencia en 

 

algoritmo. El gráfico izquierdo indica el 
. El gráfico derecho 

nguna división de tareas 

de la matriz, mientras el 

nte cuando la ventana se 

la ejecución de todo el 

rme esta crece. 

. . .     (ec. 4) 
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De esta forma, al paralelizar la ejecución de tareas Map, el primer algoritmo sigue creciendo 

exponencialmente en la ejecución para cada tarea, mientras en el segundo se tiene un comportamiento 

lineal que tiende a ser constante en el tiempo de ejecución independientemente del tamaño de la 

matriz de entrada. Por supuesto tal linealidad se inclina más con una mayor cantidad de particiones. 

3.2.2. Filtro-Kernel 

En este caso, se cuenta de dos matrices: la matriz de entrada y una matriz filtro o kernel. La primer 

alternativa para poder utilizar una segunda entrada al procesamiento es establecer el código para el 

segundo archivo, es decir, definir un segundo código Map. La segunda alternativa para poder ingresar de 

forma independiente el filtro es mediante la distribución del archivo a cada tarea. 

3.2.2.1. Ingreso del kernel mediante una segunda tarea Map. 

Por medio de esta alternativa, al solicitar la ejecución del programa se especifica dentro de la clase Driver 

la utilización de la propiedad MultipleInputFormat. Con esto, al solicitar la ejecución del programa, se 

especifica dentro de la clase  principal  que  reconozca  como;  primer  argumento  la  matriz  de  entrada, 

segundo argumento el kernel y tercer argumento el directorio de salida. Con esta propiedad es posible, 

como primer alternativa, establecer un código Map independiente para cada archivo de entrada. 

Iniciando con el código del kernel por ser el más simple, en la etapa Map, se generan claves con los 

índices de todas las ventanas, es decir, de todos los elementos de la matriz resultante. Los valores de 

cada clave serán todos los elementos del kernel con sus índices de renglón y columna. 

 

Figura 30. Código Map utilizado como alternativa sin cache distribuido para el segundo archivo de 
entrada, es decir, el filtro. 

Se observa que el código es muy similar al primer código Map de Max-Pooling exceptuando que 

no hay condicionante y como valor también se agregan los índices del elemento. 

T(𝑛) = 𝐶1𝑛 + 𝐶2𝑛 = 𝑛 (𝐶1 + 𝐶2) 

Se observa que la ecuación es lineal, dependiente del número de ventanas (al igual que el primer 

algoritmo) con la diferencia que sólo se ejecuta para una partición ya que el kernel es de tamaño 

considerablemente menor que la matriz de entrada. 



 

3.2.2.2. Ingreso del Kernel enviando el filtro a cada tarea.

La primer alternativa resulta en un procesamiento muy costoso ya que se debe e

tarea Map en una instancia ademá

generadas desde la primer tarea 

de  procesamiento, el framework de 

con cada tarea que lo solicite el segundo arc

a todas las tareas mediante un enlace a la dirección donde se ubica tal archivo. En términos generales, el 

archivo se aloja en forma de cache para cada tarea. 

Únicamente dentro del código, ya sea Map ó Reduce, se solicita la ubicación del segundo archivo y su 

lectura de la forma convencional del lenguaje que se utilice, esto es mediante un 

Por supuesto se debe agregar la librería correspondien

una reducción en el tiempo y recursos consumidos por una segunda lógica de Map.

3.2.2.3. Primer y Segundo Algoritmo para aplicación del Kernel

Para el código Map, en la matriz

pasa como valores el elemento 

la matriz original), si es que el

mismo primero algoritmo de M

elemento, se envían sus índices 

Figura 

Por lo tanto solo se agrega una i

la ecuación continúa siendo del 

𝑇(𝑛) =  (𝐶ଷ + 𝐶

De igual manera se considera

pasando también los índices del 
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Ingreso del Kernel enviando el filtro a cada tarea. 

La primer alternativa resulta en un procesamiento muy costoso ya que se debe ejecutar por completo una 

más de realizar la etapa intermedia, Sort & Shuffle

generadas desde la primer tarea Map dedicada para la matriz de entrada principal. Para evitar este

de  procesamiento, el framework de Hadoop permite, mediante la propiedad Distributed

con cada tarea que lo solicite el segundo archivo. En este caso, se especifica el envío del segundo archivo 

un enlace a la dirección donde se ubica tal archivo. En términos generales, el 

archivo se aloja en forma de cache para cada tarea.  

Únicamente dentro del código, ya sea Map ó Reduce, se solicita la ubicación del segundo archivo y su 

lectura de la forma convencional del lenguaje que se utilice, esto es mediante un lector de Buffer

Por supuesto se debe agregar la librería correspondiente para utilizar Distributed

una reducción en el tiempo y recursos consumidos por una segunda lógica de Map.

Primer y Segundo Algoritmo para aplicación del Kernel

matriz de entrada se generan claves como índices

 actual y los índices que el elemento ocupa den

l elemento esta dentro del rango de la ventana.

M ax- Pooling con la excepción que, como valor,

 respecto a la ventana. 

Figura 31. Primer Algoritmo Map Aplicación de Kernel 

instrucción más dentro de la condicionante y el 

 tipo an + b: 

𝐶ସ + 𝐶ହ + 𝐶 + 𝐶 + 𝐶଼)𝑛 + (𝐶ଵ + 𝐶ଶ + 𝐶ସ + 𝐶

era el segundo algoritmo para la  aplicación del

 elemento respecto a las dimensiones de la venta

jecutar por completo una 

huffle para ajustar las claves 

rada principal. Para evitar este costo 

DistributedCache, compartir 

hivo. En este caso, se especifica el envío del segundo archivo 

un enlace a la dirección donde se ubica tal archivo. En términos generales, el 

Únicamente dentro del código, ya sea Map ó Reduce, se solicita la ubicación del segundo archivo y su 

lector de Buffer.  

DistributedCache, y resultando en 

una reducción en el tiempo y recursos consumidos por una segunda lógica de Map. 

Primer y Segundo Algoritmo para aplicación del Kernel 

s de cada ventana, y se 

ntro de la ventana (no de 

a. Esto significa que es el 

alor, además de enviar el 

 

 análisis de ejecución en 

𝐶ହ + 𝐶) 

el kernel, por supuesto 

tana: 



 

Figura 

Por lo tanto, la ecuación sigue la

𝑇(𝑛) =  (𝐶଼ + 𝐶ଽ +

De esta forma, el análisis al com
forma, el primero respecto al to
elemento. 

En el código Reducer, se recib
entrada, por lo que por cada índ

Figura 33. Representación de

El código en este caso, considerando que el archivo que especifica el kernel solo contiene los índices y el 

número del elemento y no cuenta con una etiqu

para almacenar cada elemento en un arreglo de tres dimensiones. La primera y segunda dimensión del 
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Figura 32. Segundo Algoritmo Map Aplicación de Kernel 

la misma linealidad que la implementación anterio

+ 𝐶ଵ + 𝐶ଵଵ)𝑛 + (𝐶ଵ + 𝐶ଶ+𝐶ଷ + 𝐶ସ + 𝐶ହ + 𝐶

mparar ambos algoritmos en esta implementación
otal de ventanas y el segundo respecto a las ven

ben los valores de cada ventana, tanto del filtro
ndice, se tendrán dos valores 

 

Representación del valor e índices que contendría un array de: a) la ventana aplicada a la matriz 
de entrada y b) los elementos del Kernel. 

El código en este caso, considerando que el archivo que especifica el kernel solo contiene los índices y el 

número del elemento y no cuenta con una etiqueta que señale que es el filtro, realizará un pri

para almacenar cada elemento en un arreglo de tres dimensiones. La primera y segunda dimensión del 

 

or 

+ 𝐶 + 𝐶଼) 

ón continúa de la misma 
ntanas que pertenezca el 

tro como de la matriz de 

la ventana aplicada a la matriz 

El código en este caso, considerando que el archivo que especifica el kernel solo contiene los índices y el 

realizará un primer bucle 

para almacenar cada elemento en un arreglo de tres dimensiones. La primera y segunda dimensión del 
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arreglo tendrán como límite el tamaño de la ventana (cantidad de columnas, cantidad de renglones, 

respectivamente). Se toma como ventaja que en el lenguaje utilizado, al iniciar un arreglo los valores 

iniciales son cero, la tercera dimensión será una bandera indicando si el elemento ya fue almacenado 

(recordar que se reciben dos elementos por cada índice) con un valor de uno y cero si aún no ha sido 

almacenado. En caso que la bandera sea uno, se multiplica el nuevo elemento con el almacenado 

previamente y se actualiza el valor. 

 

Figura 34. Representación de un bucle que asigna elementos provenientes de la primer etapa Map 
(Valores por cada clave) y de los elementos provenientes ya sea de una segunda etapa Map ó del archivo 

distribuido mediante un lector de buffer.  

Un segundo bucle realiza  la suma de todos los elementos multiplicados y al concluir envía como clave 

null y como valor el índice de la ventana y la suma total. La descripción de la etapa reduce en 

pseudocódigo es el siguiente. 

 

Figura 35. Algoritmo Reduce de aplicación de kernel mediante múltiples tareas Map. 

Con análisis en la ejecución considerando n como el tamaño de la ventana, la primera instrucción realiza 

un bucle for del doble del tamaño de  la ventana, ya que  se  reciben dos de estas; una  de  la matriz de 

entrada y otra del kernel. Reordenando la ejecución de todas las instrucciones: 



 

(𝑛) = (2c1 + c

Esta etapa Reduce nuevamente

lo tanto, al solo variar el tamañ

mantiene constante. 

Para la utilización de archivo mediante cache distribuido se utiliza el siguiente algoritmo

Figura 36. Algoritmo Reduce de 

En donde se observa un primer ciclo que genera un arreglo a partir de los elementos del archivo 

distribuido. El segundo ciclo multiplica los elementos del arreglo generado previamente con los 

elementos recibidos de la tarea M

total de los elementos en el arreglo generado. Al finalizar el c

suma total. 

𝑇(𝑛) = (𝐶ଶ + 𝐶ଷ + 𝐶ସ + 𝐶ହ +

Con linealidad an + b. 
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+ c2 + c3 + c4 + c5 + c7 + c8)n + (c6 + c7 

e sigue un patrón lineal con dependencia del tam

ño de la matriz de entrada y no la ventana, el 

Para la utilización de archivo mediante cache distribuido se utiliza el siguiente algoritmo

. Algoritmo Reduce de aplicación de Kernel mediante Cache Distribuido

En donde se observa un primer ciclo que genera un arreglo a partir de los elementos del archivo 

distribuido. El segundo ciclo multiplica los elementos del arreglo generado previamente con los 

os de la tarea Map, para la ventana en turno. Además, un tercer ciclo realiza la suma 

total de los elementos en el arreglo generado. Al finalizar el código, se emite como clave 

𝐶 + 𝐶 + 𝐶଼ + 𝐶ଽ + 𝐶ଵ)𝑛 + (𝐶ଵ+𝐶ଷ + 𝐶ସ + 𝐶 +

 + c9) 

maño de la ventana. Por 

 tiempo de ejecución se 

Para la utilización de archivo mediante cache distribuido se utiliza el siguiente algoritmo 

 

mediante Cache Distribuido 

En donde se observa un primer ciclo que genera un arreglo a partir de los elementos del archivo 

distribuido. El segundo ciclo multiplica los elementos del arreglo generado previamente con los 

un tercer ciclo realiza la suma 

ódigo, se emite como clave null y valores la 

+ 𝐶 + 𝐶ଽ + 𝐶ଵ + 𝐶ଵଵ) 



 

Capítulo 4
Experimentación 
Para poder llevar a cabo las implementaciones de la sección previa se utiliza un serv

siguientes especificaciones. 

Procesador, Intel Xeon E5 2.10GHz
Memoria Principal
Almacenamiento

El servidor cuenta con la instalación de la plataforma de código abierto Proxmox con el objetivo de 

un clúster de maquinas virtuales 

Figura 37

Se instala en cada máquina virtual como Sistema Operativo Ubuntu 22.04 y se realiza la instalac

manual de Hadoop en cada una 

cada nodo se le asigna una cantidad de

principal (referida en adelante como RAM
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Capítulo 4 
 

Para poder llevar a cabo las implementaciones de la sección previa se utiliza un serv

Tabla 3. Información del servidor utilizado 

Procesador, Intel Xeon E5 2.10GHz 32 CPUs (16 threads - 2 sockets)
Memoria Principal 32086MB ≈ 31GB 
Almacenamiento ≈  1.5 TB 

El servidor cuenta con la instalación de la plataforma de código abierto Proxmox con el objetivo de 

de maquinas virtuales que conformen un clúster Hadoop y ejecutar las distintas pruebas.

37. Dashboard de Proxmox instalado para los experimentos.

virtual como Sistema Operativo Ubuntu 22.04 y se realiza la instalac

 de las máquinas virtuales, de ahora en adelante referidas como nodos. 

da nodo se le asigna una cantidad de 100GB como almacenamiento y se varía la can

l (referida en adelante como RAM) y la cantidad de CPU virtuales de cada nodo.

Para poder llevar a cabo las implementaciones de la sección previa se utiliza un servidor con las 

2 sockets) 
 

El servidor cuenta con la instalación de la plataforma de código abierto Proxmox con el objetivo de crear 

adoop y ejecutar las distintas pruebas. 

 

instalado para los experimentos. 

virtual como Sistema Operativo Ubuntu 22.04 y se realiza la instalación 

quinas virtuales, de ahora en adelante referidas como nodos. A 

a la cantidad de memoria 

y la cantidad de CPU virtuales de cada nodo. 



 

La cantidad varía para ajustarse a los límites del servidor utilizado para las

comportamiento variando en la canti

como nodo maestro y la cantidad restante como nodo trabajador.

Una vez  con el sistema operativo instalado en cada nodo, se d

implementación en cada nodo. La implementación se lleva a

Hadoop dentro del directorio 

adicionales nombrados como /tmp

utilizará para almacenar información temporal que utiliza tanto HDFS como YARN cuando se solicite la 

ejecución de algún programa.  

Se instalan los programas necesarios para la comunicación

usuario y se genera claves de confianza las cuales se deberán enviar a cada nodo para acceder sin solicitar 

permisos de conexión remota: 

Se crea un usuario nuevo en específico para las ejecuciones relacionadas con 

con los privilegios de administrador o ejecutando los comandos desde el 

nombra como: hadoop con los siguientes comandos
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Figura 38. Configuración de la máquina virtual 

La cantidad varía para ajustarse a los límites del servidor utilizado para las

comportamiento variando en la cantidad de nodos de 4 hasta 6 nodos de los cuales sólo uno se designa 

como nodo maestro y la cantidad restante como nodo trabajador. 

Una vez  con el sistema operativo instalado en cada nodo, se descarga H

implementación en cada nodo. La implementación se lleva a cabo en este caso colocando el paquete de 

adoop dentro del directorio /usr/local. Dentro del directorio Hadoop se agregan dos directorios 

/tmp y /logs los cuales serán utilizados como directorios 

utilizará para almacenar información temporal que utiliza tanto HDFS como YARN cuando se solicite la 

Se instalan los programas necesarios para la comunicación entre los nodos con privilegios de 

y se genera claves de confianza las cuales se deberán enviar a cada nodo para acceder sin solicitar 

 

nuevo en específico para las ejecuciones relacionadas con Hadoop en todos los nodos 

con los privilegios de administrador o ejecutando los comandos desde el súper usuario

con los siguientes comandos y se asigna un password para tal

 

 

La cantidad varía para ajustarse a los límites del servidor utilizado para las pruebas y observar el 

dad de nodos de 4 hasta 6 nodos de los cuales sólo uno se designa 

Hadoop y se instala la 

cabo en este caso colocando el paquete de 

adoop se agregan dos directorios 

los cuales serán utilizados como directorios que el framework 

utilizará para almacenar información temporal que utiliza tanto HDFS como YARN cuando se solicite la 

entre los nodos con privilegios de súper 

y se genera claves de confianza las cuales se deberán enviar a cada nodo para acceder sin solicitar 

adoop en todos los nodos 

usuario. En este caso, se 

ord para tal: 



 

Se especifica la resolución de nombres de anfitrión desde el archivo 

colocando la dirección IP de cada nodo y el pseudo

Esta designación debe ser global para todos los nodos de forma que se reconozcan entre sí utilizando el 

mismo nombre. En este punto es importante notar que el usuario debe 

pero el nombre de anfitrión o hostname

cada nodo con el nombre asignado desde 

ip que tiene asignada es 172.20.0.4 y 

En cada nodo, desde el usuario creado, 

nodos: 

Cada nodo debe tener instalado openjdk

y agregada la ruta como variable de ambiente desde el archivo .bashrc

Se guarda el archivo y se aplican 
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resolución de nombres de anfitrión desde el archivo /etc/hosts

ión IP de cada nodo y el pseudo-nombre a utilizar: 

Figura 39. Configuración archivo hosts 

Esta designación debe ser global para todos los nodos de forma que se reconozcan entre sí utilizando el 

En este punto es importante notar que el usuario debe ser el mismo en todos los nodos

hostname debe ser único por cada nodo, coincidiendo la dirección 

cada nodo con el nombre asignado desde el archivo /etc/hosts; por ejemplo, para el nodo trabajador 2, la 

que tiene asignada es 172.20.0.4 y hostname esta designado como hadoopw2. 

En cada nodo, desde el usuario creado, se generan llaves de confianza y se comparten con 

openjdk versión 8: 

ruta como variable de ambiente desde el archivo .bashrc, 

aplican los cambios con el comando source .bashrc: 

/etc/hosts para todos los nodos 

 

Esta designación debe ser global para todos los nodos de forma que se reconozcan entre sí utilizando el 

ser el mismo en todos los nodos 

coincidiendo la dirección ip de 

; por ejemplo, para el nodo trabajador 2, la 

 

generan llaves de confianza y se comparten con el resto de 
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Se asigna propietario al directorio /usr/local/hadoop y se cambian los permisos: 

 

Para poder ejecutar los comandos de Hadoop, se agregan las siguientes líneas en el archivo .bashrc y se 

aplican los cambios efectuados con source .bashrc 

 

Dentro del archivo donde se aloja la configuración de ambiente de Hadoop, de igual forma para cada 

nodo se agregan las siguientes líneas en el archivo hadoop-env.sh. Tales líneas también se les puede 

retirar el símbolo de comentario y colocar la configuración que se ajuste al escenario, en lugar de ser 

agregadas: 

 

Para los propósitos de este texto, la siguiente configuración se aplicó a todos los nodos, master y 

workers: 

Para el archivo: /usr/local/hadoop/etc/hadoop/core-site.xml 



 

Figura 

Para el archivo: /usr/local/hadoop/etc/hadoop/hdfs

Figura 

Para el archivo: /usr/local/hadoop/etc/hadoop/yarn
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Figura 40. Configuración del archivo core-site.xml 

/usr/local/hadoop/etc/hadoop/hdfs-site.xml 

Figura 41. Configuración del archivo hdfs-site.xml 

/usr/local/hadoop/etc/hadoop/yarn-site.xml 

 

 



 

Figura 

Para el archivo: /usr/local/hadoop/etc/hadoop/mapred
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Figura 42. Configuración del archivo yarn-site.xml 

/usr/local/hadoop/etc/hadoop/mapred-site.xml 

 



 

Figura 

Con las configuraciones realizadas en todos los nodos se 

coordinan su ejecución desde el nodo maestro. Para el ambiente HDFS se da formato a todo

aplicando para todos los nodos que lo conforman, desde el nodo maestro con el comando:
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Figura 43. Configuración del archivo mapred-site.xml 

Con las configuraciones realizadas en todos los nodos se inicializa Hadoop, invocando los procesos que 

coordinan su ejecución desde el nodo maestro. Para el ambiente HDFS se da formato a todo

aplicando para todos los nodos que lo conforman, desde el nodo maestro con el comando:

 

 

adoop, invocando los procesos que 

coordinan su ejecución desde el nodo maestro. Para el ambiente HDFS se da formato a todo el clúster, 

aplicando para todos los nodos que lo conforman, desde el nodo maestro con el comando: 



 

Una vez con el formato creado desde el nodo maestro, se inicializan los procesos de HDFS:

Al inicializar HDFS, se inicializan los procesos de YARN:

Se confirma que los procesos se encuentran activos ejecutando el comando 

maestro: 

Y después, en los nodos trabajadores:

Estos procesos deben estar activos en todos los nodos trabajadores del 

clúster se encuentra operando correctamente.

Para el empaquetado de los códigos a ejecutar en Hadoop, se utiliza 

reconocer que la versión de openjdk

ejecutando el siguiente comando

Para la configuración del proyecto

archivo pom.xml se coloca la siguiente configuración:
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Una vez con el formato creado desde el nodo maestro, se inicializan los procesos de HDFS:

 

Al inicializar HDFS, se inicializan los procesos de YARN: 

 

Se confirma que los procesos se encuentran activos ejecutando el comando jps

 

Y después, en los nodos trabajadores: 

 

Estos procesos deben estar activos en todos los nodos trabajadores del clúster Ha

operando correctamente. 

Para el empaquetado de los códigos a ejecutar en Hadoop, se utiliza Apache maven

openjdk en uso es la versión 8 actualizando los complementos de este 

comando o mediante la ruta que corresponda al IDE en uso

 

proyecto que adjuntará todas las clases con el código de cada etapa, dentro del 

se coloca la siguiente configuración: 

Una vez con el formato creado desde el nodo maestro, se inicializan los procesos de HDFS: 

Se confirma que los procesos se encuentran activos ejecutando el comando jps primero en el nodo 

clúster Hadoop, indicando que el 

Apache maven el cual debe 

en uso es la versión 8 actualizando los complementos de este 

o mediante la ruta que corresponda al IDE en uso:  

que adjuntará todas las clases con el código de cada etapa, dentro del 



 

Desde esta configuración se especifica que las clases empaquetadas en el archivo 

ubicaran siguiendo la ruta hadoop.example.org 

lo que contenga la etiqueta artifactId

imagen para la versión de Hadoop instalada en el 

Con la información de maven anterior se especifican tres códigos para la ejecución del programa, uno 

para la clase de control o driver, uno para la clase 

una de estas clases se pueden encontrar en los anexos de este texto.

Dentro del código de la clase Driver

parámetros del tamaño de la matriz. Para ambas implementaciones, Max

Kernel, la especificación de la configuración queda de la sigu

En donde se pasa como parámetros para la matriz de entrada la cantidad de renglones con la etiqueta 

la cantidad de columnas n, el tamaño del kernel, tanto para columnas y renglones con la etiqueta 
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Figura 44. Configuración archivo pom.xml 

Desde esta configuración se especifica que las clases empaquetadas en el archivo 

hadoop.example.org en groupId. El archivo jar resultante tendrá como nombre 

artifactId y asignándole una versión. Se utiliza el contenido propuesto d

adoop instalada en el clúster. 

anterior se especifican tres códigos para la ejecución del programa, uno 

, uno para la clase Map y otro para la clase Reduce

una de estas clases se pueden encontrar en los anexos de este texto. 

Driver, en las líneas correspondientes a la configuración

matriz. Para ambas implementaciones, Max-Pooling y Aplicación de un 

la configuración queda de la siguiente manera: 

En donde se pasa como parámetros para la matriz de entrada la cantidad de renglones con la etiqueta 

, el tamaño del kernel, tanto para columnas y renglones con la etiqueta 

 

Desde esta configuración se especifica que las clases empaquetadas en el archivo jar resultante se 

resultante tendrá como nombre 

. Se utiliza el contenido propuesto de la 

anterior se especifican tres códigos para la ejecución del programa, uno 

Reduce. Los códigos para cada 

espondientes a la configuración, se varían los 

Pooling y Aplicación de un 

 

En donde se pasa como parámetros para la matriz de entrada la cantidad de renglones con la etiqueta m, 

, el tamaño del kernel, tanto para columnas y renglones con la etiqueta w y los 



 

pasos o deslizamientos de la ventana con etiqueta 

Se coloca un nombre al Job a ejecutar y se especifica el nombre de la clase 

Para especificar el tipo de datos

resultante se especifica con las líneas:

Para identificar la clase Map y Reduce se utilizan las propiedades 

se colocan como argumentos el nombre 

Para el formato en que se procesara el archivo de entrada y se devolverá el archivo de salida resultante se 

colocan las líneas: 

Para poder utilizar la propiedad de 

addCacheFile() de la c

org.apache.hadoop.filecache.DistributedCache

nombre de tal archivo o si pasará como argumento al ejecutar el 

utiliza únicamente en la implementación de Aplicación de Kernel para enviar la matriz de tal kernel a los 

nodos del cluster. 

Al final se especifica cuál será el archivo que reconocerá como entrada, y el 

que el archivo de entrada debe estar previamente almacenado en el cluster HDFS para qu
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pasos o deslizamientos de la ventana con etiqueta s. 

a ejecutar y se especifica el nombre de la clase driver

tipo de datos en que interpretará el archivo de entrada y se escribirá el archivo 

resultante se especifica con las líneas: 

 

Para identificar la clase Map y Reduce se utilizan las propiedades setMapperClass 

se colocan como argumentos el nombre de estas. 

 

Para el formato en que se procesara el archivo de entrada y se devolverá el archivo de salida resultante se 

Para poder utilizar la propiedad de Cache Distribuida, se debe especificar mediante la propiedad 

de la clase DistributedCache importada 

org.apache.hadoop.filecache.DistributedCache de la API de Hadoop y colocando como argumento el 

nombre de tal archivo o si pasará como argumento al ejecutar el Job. Esta propiedad, para este trabajo, se 

únicamente en la implementación de Aplicación de Kernel para enviar la matriz de tal kernel a los 

será el archivo que reconocerá como entrada, y el archivo

que el archivo de entrada debe estar previamente almacenado en el cluster HDFS para qu

driver: 

 

en que interpretará el archivo de entrada y se escribirá el archivo 

setMapperClass y setReducerClass y 

Para el formato en que se procesara el archivo de entrada y se devolverá el archivo de salida resultante se 

 

, se debe especificar mediante la propiedad 

importada con el paquete 

Hadoop y colocando como argumento el 

Esta propiedad, para este trabajo, se 

únicamente en la implementación de Aplicación de Kernel para enviar la matriz de tal kernel a los 

 

archivo de salida. Recordar 

que el archivo de entrada debe estar previamente almacenado en el cluster HDFS para que reconozca 



 

tales argumentos. La propiedad 

almacenará el resultado.  

Con esta configuración desde el código driver, las clases 

descritos mediante una instancia serializada del tipo 

renglones de la(s) matriz(ces). 
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La propiedad setOutputPath indica el nombre que se le dará

esta configuración desde el código driver, las clases Map y Reduce pueden acceder a los parámetros 

descritos mediante una instancia serializada del tipo Configuration, como el total de columnas y 

dará al directorio en donde 

 

pueden acceder a los parámetros 

, como el total de columnas y 



 

Capítulo 5
Resultados 
En esta sección se exponen 

implementaciones del capítulo

clúster de máquinas virtuales se encuentra en el anexo a este trabajo.

5.1. Max-Pooling 

Para ambas implementaciones, Max

realizó la ejecución de los dos 

recorriendo la ventana sobre la Matriz de entrada en la etapa Map

máximo en la etapa Reduce. Para el

sobre el elemento siendo procesado

de las matrices se limitaron a un tiempo no mayor de 24 horas, por lo que en las siguientes tablas, la 

etiqueta de Indefinido indica que el tiempo superó 

la etiqueta 2 Intentos Fallidos indica que el framework no pudo completar el primer 

ejecución, donde el segundo intento tampoco pudo completarse de forma satisfactoria.

en las siguientes tablas se describió en la forma 

Tabla 5 - 1. Primer algoritmo MaxPooling
trabajadores 1 nodo maestro

1 Maestro 8Gb RAM 8 CPU’s

3 Trabajadores 7Gb RAM 7 CPU’s

Tamaño Matriz Ventanas Generadas

1k * 1k (1000000) 108900 

2k * 2k (4000000) 440896 

3k * 3k (9000000) 994009 

4k * 4k (16000000) 1768900 

5k * 5k (25000000) 2768896 

6k * 6k (36000000) 3988009 

60 

tulo 5 

se exponen los resultados obtenidos a partir del código

ítulo anterior. Alternativamente, el código utilizado 

irtuales se encuentra en el anexo a este trabajo. 

Max-Pooling, y Aplicación de un kernel sobre una matriz de entrada, s

dos algoritmos del Capítulo 3, esto es, el código utilizando 

la ventana sobre la Matriz de entrada en la etapa Map (primer algoritmo)

Para el segundo algoritmo, se realiza el recorrido de la ventana únicamente 

sobre el elemento siendo procesado. Con los resultados obtenidos y descritos a continuación, los tamaños 

de las matrices se limitaron a un tiempo no mayor de 24 horas, por lo que en las siguientes tablas, la 

indica que el tiempo superó tal límite. De la misma forma, aquellos resultados con 

indica que el framework no pudo completar el primer 

ejecución, donde el segundo intento tampoco pudo completarse de forma satisfactoria.

en las siguientes tablas se describió en la forma hh:mm:ss (horas:minutos:segundo

Pooling. 3 nodos 
maestro. 

8Gb RAM 8 CPU’s 

7Gb RAM 7 CPU’s 

Generadas Duración 

0:05:26 

1:12:39 

1:11:33 

11:56:06 

19:26:40 

Indefinido 

 

Tabla 5 - 2. Segundo algoritmo 
trabajadores 1 

1 Maestro 

3 Trabajadores 

Tamaño Matriz Ventanas

5k * 5k (25000000) 

10k * 10k (100000000) 11102224

14k * 14k (196000000) 21771556

18k * 18k (324000000) 35988001

20k * 20k (400000000) 44435556

24k * 24k (576,000,000) 63984001

28k * 28k (784,000,000) 87048900

igo descrito en las dos 

. Alternativamente, el código utilizado para ejecutar en el 

l sobre una matriz de entrada, se 

l código utilizando ciclo for 

(primer algoritmo) y obtener el valor 

el recorrido de la ventana únicamente 

dos y descritos a continuación, los tamaños 

de las matrices se limitaron a un tiempo no mayor de 24 horas, por lo que en las siguientes tablas, la 

. De la misma forma, aquellos resultados con 

indica que el framework no pudo completar el primer job y reinició la 

ejecución, donde el segundo intento tampoco pudo completarse de forma satisfactoria. Para la duración, 

horas:minutos:segundos, respectivamente).

Segundo algoritmo MaxPooling. 3 nodos 
1 nodo maestro. 

8Gb RAM 8 CPU’s 

7Gb RAM 7 CPU’s 

Ventanas Generadas Duración 

2775556 0:01:59 

11102224 0:06:12 

21771556 0:18:12 

35988001 0:37:41 

44435556 0:55:02 

63984001 1:41:33 

87048900 4:27:33 



 

Tabla 5 - 3. Primer algoritmo MaxPooling. 4 n
trabajadores 1 nodo maestro

1 Maestro 6 Gb RAM 6 CPU’s

4 Trabajadores 6 Gb RAM 6 CPU’s

Tamaño Matriz Ventanas Generadas

1k * 1k (1000000) 108900 

2k * 2k (4000000) 440896 

3k * 3k (9000000) 994009 

4k * 4k (16000000) 1768900 

5k * 5k (25000000) 2768896 

6k * 6k (36000000) 3988009 

Tabla 5 - 5. Primer algoritmo MaxPooling. 5
trabajadores 1 nodo maestro

1 Maestro 5Gb RAM 5 CPU’s

5 Trabajadores 5Gb RAM 5 CPU’s

Tamaño Matriz Ventanas Generadas

1k * 1k (1000000) 108900 

2k * 2k (4000000) 440896 

3k * 3k (9000000) 994009 

4k * 4k (16000000) 1768900 

5k * 5k (25000000) 2768896 

6k * 6k (36000000) 3988009 
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r algoritmo MaxPooling. 4 nodos 
maestro. 

6 Gb RAM 6 CPU’s 

6 Gb RAM 6 CPU’s 

Generadas Duración 

0:05:35 

1:13:04 

5:55:26 

12:09:11 

19:03:28 

Indefinido 

 

Tabla 5 - 4. Segundo algoritmo MaxPooling. 4 n
trabajadores 1 

1 Maestro 

4 Trabajadores 

Tamaño Matriz Ventanas

5k * 5k (25000000) 2775556

10k * 10k (100000000) 11102224

14k * 14k (196000000) 21771556

18k * 18k (324000000) 35988001

20k * 20k (400000000) 44435556

24k * 24k (576,000,000) 63984001

Primer algoritmo MaxPooling. 5 nodos 
maestro. 

5Gb RAM 5 CPU’s 

5Gb RAM 5 CPU’s 

Generadas Duración 

0:05:50 

1:14:26 

5:34:10 

7:42:56 

18:41:29 

Indefinido 

 

Tabla 5 - 6. Segundo algoritmo MaxPooling. 5 n
trabajadores 1 

1 Maestro 

5 Trabajadores 

Tamaño Matriz Ventanas

5k * 5k (25000000) 2775556

10k * 10k (100000000) 11102224

14k * 14k (196000000) 21771556

18k * 18k (324000000) 35988001

20k * 20k (400000000) 44435556

24k * 24k (576,000,000) 63984001

Segundo algoritmo MaxPooling. 4 nodos 
trabajadores 1 nodo maestro. 

6Gb RAM 6 CPU’s 

6Gb RAM 6 CPU’s 

Ventanas Generadas Duración 

2775556 00:02:48 

11102224 00:17:27 

21771556 00:44:06 

35988001 2 Intentos Fallidos 

44435556 2 Intentos Fallidos 

63984001 2 Intentos Fallidos 

 

Segundo algoritmo MaxPooling. 5 nodos 
trabajadores 1 nodo maestro. 

5Gb RAM 5 CPU’s 

5Gb RAM 5 CPU’s 

Ventanas Generadas Duración 

2775556 0:03:53 

11102224 0:17:19 

21771556 2 Intentos Fallidos 

35988001 2 Intentos Fallidos 

44435556 2 Intentos Fallidos 

63984001 2 Intentos Fallidos 



 

5.2.  Filtro-Kernel 

Para la aplicación de un kernel sobre 

Framework ofrece con el objetivo de enviar a las tareas (de forma global a cada nodo) el archivo con el 

contenido del filtro, tomando ventaja que este es de un peso reducido ya que el tamaño del filtro aplicado 

es de 5 renglones y 5 columnas. 

Tabla 5 - 7. Primer algoritmo Aplicación de Kernel. 3 
nodos trabajadores 1 nodo maestro

1 Maestro 7 Gb RAM 7 CPU’s

3 Trabajadores 8 Gb RAM 8 CPU’s

Tamaño Matriz Ventanas Generadas

1k * 1k (1000000) 108900 

2k * 2k (4000000) 440896 

3k * 3k (9000000) 994009 

4k * 4k (16000000) 1768900 

5k * 5k (25000000) 2768896 

10k * 10k (100000000) 11088900 

 

Tabla 5 - 9. Primer algoritmo Aplicación de Kernel. 4 
nodos trabajadores 1 nodo maestro

1 Maestro 6Gb RAM 6 CPU’s

4 Trabajadores 6Gb RAM 6 CPU’s

Tamaño Matriz Ventanas Generadas

1k * 1k (1000000) 108900 

2k * 2k (4000000) 440896 

3k * 3k (9000000) 994009 

4k * 4k (16000000) 1768900 

5k * 5k (25000000) 2768896 
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Para la aplicación de un kernel sobre la matriz de entrada, se utilizó el cache Distribuido que el 

Framework ofrece con el objetivo de enviar a las tareas (de forma global a cada nodo) el archivo con el 

contenido del filtro, tomando ventaja que este es de un peso reducido ya que el tamaño del filtro aplicado 

 

Primer algoritmo Aplicación de Kernel. 3 
nodos trabajadores 1 nodo maestro. 

7 Gb RAM 7 CPU’s 

8 Gb RAM 8 CPU’s 

Generadas Duración 

0:05:17 

01:08:14 

02:21:52 

11:42:01 

18:48:22 

Indefinido 

 

Tabla 5 - 8. Segundo algoritmo 
nodos trabajadores 1 nodo maestro.

1 Maestro 

3 Trabajadores 

Tamaño Matriz Ventanas

5k * 5k (25000000) 2775556

10k * 10k (100000000) 11102224

14k * 14k (196000000) 21771556

18k * 18k (324000000) 35988001

20k * 20k (400000000) 44435556

28k * 28k (784,000,000) 87048900

Primer algoritmo Aplicación de Kernel. 4 
nodos trabajadores 1 nodo maestro. 

6Gb RAM 6 CPU’s 

6Gb RAM 6 CPU’s 

Generadas Duración 

0:05:10 

1:13:35 

5:57:39 

11:51:04 

19:10:24 

 

Tabla 5 - 10. Segundo algoritmo Aplicación de Kernel. 4 
nodos trabajadores 1 nodo maestro

1 Maestro 

4 Trabajadores 

Tamaño Matriz Ventanas

5k * 5k (25000000) 2775556

10k * 10k (100000000) 11102224

14k * 14k (196000000) 21771556

18k * 18k (324000000) 35988001

20k * 20k (400000000) 44435556

28k * 28k (784,000,000) 87048900

el cache Distribuido que el 

Framework ofrece con el objetivo de enviar a las tareas (de forma global a cada nodo) el archivo con el 

contenido del filtro, tomando ventaja que este es de un peso reducido ya que el tamaño del filtro aplicado 

Segundo algoritmo Aplicación de Kernel. 3 
nodos trabajadores 1 nodo maestro. 

7 Gb RAM 7 CPU’s 

8 Gb RAM 8 CPU’s 

Ventanas Generadas Duración 

2775556 0:03:33 

11102224 0:09:08 

21771556 0:30:11 

35988001 0:39:35 

44435556 0:57:03 

87048900 1:35:28 

 

Segundo algoritmo Aplicación de Kernel. 4 
nodos trabajadores 1 nodo maestro. 

6Gb RAM 6 CPU’s 

6Gb RAM 6 CPU’s 

Ventanas Generadas Duración 

2775556 0:04:30 

11102224 0:15:08 

21771556 0:41:40 

35988001 1:19:42 

44435556 1:55:41 

87048900 2 Intentos Fallidos 



 

 

Tabla 5 - 11. Primer algoritmo Aplicación de Kernel. 5 
nodos trabajadores 1 nodo maestro.

1 Maestro 5Gb RAM 5 CPU’s

5 Trabajadores 5Gb RAM 5 CPU’s

Tamaño Matriz Ventanas Generadas

1k * 1k (1000000) 108900 

2k * 2k (4000000) 440896 

3k * 3k (9000000) 994009 

4k * 4k (16000000) 1768900 

5k * 5k (25000000) 2768896 
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Primer algoritmo Aplicación de Kernel. 5 
nodos trabajadores 1 nodo maestro. 

5Gb RAM 5 CPU’s 

5Gb RAM 5 CPU’s 

Generadas Duración 

0:05:24 

1:31:14 

6:03:02 

11:53:21 

19:16:14 

 

 

Tabla 5 - 12. Segundo algoritmo Aplicación de Kernel. 5 
nodos trabajadores 1 nodo maestro

1 Maestro 

5 Trabajadores 

Tamaño Matriz Ventanas

5k * 5k (25000000) 

10k * 10k (100000000) 

14k * 14k (196000000) 

18k * 18k (324000000) 

20k * 20k (400000000) 

28k * 28k (784,000,000) 

 

Segundo algoritmo Aplicación de Kernel. 5 
dos trabajadores 1 nodo maestro. 

5Gb RAM 5 CPU’s 

5Gb RAM 5 CPU’s 

Ventanas Generadas Duración 

2775556 0:03:32 

11102224 0:21:08 

21771556 1:28:17 

35988001 2 Intentos Fallidos 

44435556 2 Intentos Fallidos 

87048900 2 Intentos Fallidos 
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Conclusiones 

A partir de los resultados obtenidos se puede observar que el segundo algoritmo resultó como una 

mejor alternativa para abordar el seccionamiento de la matriz de entrada con tiempos 

considerablemente menor a los del primer algoritmo y por lo tanto con la posibilidad de incrementar el 

tamaño de la matriz de entrada. Debido a esto, a pesar de la cantidad de recursos disponibles para un 

clúster operando Hadoop, alternativas en la descripción de la lógica del programa para obtener los 

resultados, esto es el archivo de salida, es de gran relevancia.  

El framework de MapReduce, siguiendo el patrón arquitectural Maestro-Trabajador, es posible 

manejarlo para una gran cantidad de propósitos conociendo la forma en que las divisiones del archivo 

de entrada serán procesadas. Esto es bien representado con la comparación en el tiempo de 

procesamiento utilizando ambos códigos bajo la misma cantidad de recursos asignados a cada nodo. 

Alternativamente, las distintas funciones que las versiones actuales de Hadoop ofrecen, son de utilidad 

para el procesamiento por lote, tal como la función DistributedCache para distribuir archivos a cada 

tarea cuando estos son de un tamaño considerablemente pequeño. 

Por lo anterior, de este trabajo se concluye: 

 Si la lógica de programación pretende utilizar un archivo en común para cada tarea o etapa, 

Map o Reduce, en lugar de determinar una segunda lógica de ejecución Map, es mejor 

alternativa enviar el archivo a los nodos mediante DistributedCache considerando un tamaño 

limitado en tal archivo, evitando así tiempo de procesamiento y utilización de recursos. 

 Considerables alternativas en lógica de Programación. Ajustar diferentes maneras de abordar el 

objetivo del  procesamiento al framework de MapReduce tiene  un impacto importante para el 

procesamiento de Big-Data. 

 Permitir variar las características por defecto en el framework como cambiar el tiempo de 

respuesta de cada nodo para reportar su estatus así como la cantidad de memoria permitida para 

la utilización de disco en la etapa intermedia. 

Como propuesta a futuro se busca poder abordar de manera cíclica distintas ejecuciones en forma de 

pipelining y con una mayor cantidad de filtros sobre la lógica de programación que se utilizó con la 

estrategia de deslizamiento sobre el elemento al tiempo que se obtienen los tiempos de ejecución con 

una mayor cantidad de recursos.  

Adicionalmente, debido a los tiempos de ejecución logrados con el segundo algoritmo en el 

seccionamiento de ambas matrices, resulta como una alternativa viable para utilizarse sobre la 

operación en multiplicación de matrices. Lo anterior debido al alto costo que esta operación resulta en 

matrices de gran tamaño. Considerando esta propuesta a futuro, se agrega en el apéndice de este trabajo 
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una introducción a la multiplicación de matrices utilizada sobre el framework de MapReduce y la forma 

de abordar esta operación. Dentro de este apartado, primero se describe la forma de llevar a cabo la 

ejecución de dos aplicaciones MapReduce; la primera ejecución realizando un reordenamiento de la 

matriz de entrada con el propósito de obtener las claves y valores en la forma que la segunda ejecución 

utilizará y la cual realizará la última operación, adición, sobre las claves recibidas y devolviendo el 

resultado en formato HDFS. Igualmente se explica y describe el algoritmo propuesto bajo una sola 

ejecución MapReduce como se  puede comprender en (Leskovec, Rajaraman, & Ullman, 2019). 

Esta propuesta de trabajo a futuro resulta conveniente ya que existen distintas formas de abordar el 

problema con la propuesta del seccionamiento del segundo algoritmo como; una reducción en el 

número de claves generadas, incrementando el tamaño de la ventana; o una agregación local para la 

etapa intermedia, implementando un combinador. 
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Anexo – Códigos 

a) Código Obtención de ventana por medio del cociente Entero. 
i. Código Controlador†††  

 

 

 

 

                                                           

††† Ejemplo para matriz de entrada de 30000 Renglones/Columnas, Ventana de 5 renglones/columnas, 
deslizamientos de 3 pasos. 
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ii. Código Map. 
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iii. Código Reduce 
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b) Código Obtención de ventana por medio de Ciclo For. 
i. Código Controlador ‡‡‡ 

 

                                                           

‡‡‡ Matriz de entrada de 2000 Renglones/Columnas, Ventana de 5 renglones/columnas y deslizamientos de 3 
pasos. 
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ii. Código Map. 
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iii. Código Reduce 
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Apéndice 
Multiplicación de Matrices mediante MapReduce. 
Panorama General. 
La multiplicación de Matrices es una operación largamente estudiada, como se describe en  

(Qasem, Sarhan, Qaddoura, & Mahafzah, 2017) a la fecha descrita, utilizando el framework 

MapReduce buscando mejorar los tiempos de operación y considerando matrices de un gran 

tamaño, esto es, matrices que superen valores de 1000 renglones y 1000 columnas buscando una 

solución para archivos de entrada arriba de 100MB. Como una implementación que permita observar y 

entender la secuencia en multiplicación de matrices con MapReduce, se detallará el caso más 

esencial donde los valores de las matrices son agrupados con el propósito de generar claves que 

correspondan a cada sumando de los valores resultantes en la matriz final. 

El procedimiento de la multiplicación se describe de la siguiente forma (Leskovec, Rajaraman, & 

Ullman, 2019): 

Sea A una matriz cuyos elementos se identifican en la forma aij en el renglón i y columna j,  y una 
segunda matriz B cuyos elementos se identifican en la forma bjk en el renglón j y columna k, se obtiene 
su producto P = A B como la matriz P cuyos elementos son pik en el renglón i columna k con valores 
determinados por: 

 𝑝 = ∑ 𝑎𝑏  

Observando entonces que el número de columnas de A es igual al total de renglones de B.  

Cada elemento de una matriz se identifica mediante la relación del; índice de renglón, índice 

columna y el valor del elemento. Por lo que la matriz A se describe mediante las tuplas (i,j,aij) y la 

matriz B se describe mediante las tuplas (j,k,bjk). Es posible, como en este caso, que los índices de 

cada elemento de una matriz sean dados directamente como entrada para su procesamiento, en vez 

de tener que ser escritos de forma explícita. Por lo tanto, en el framework MapReduce, la 

descripción de la función Map construiría los componentes I, J y K de cada tupla para la posición de 

cada elemento. Por lo que, para la multiplicación A * B se obtendría una tupla en donde el único 

elemento en común es el componente J, esto es (i,j,k,aij,bjk), de donde se busca que la tupla como 

último elemento equivalga a la multiplicación de los elementos, (i,j,k,aij*bjk) obteniendo una tupla 

de 4 elementos. La composición de esta tupla se llevaría a cabo desde una primera ejecución de 
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MapReduce. En forma de cascada, una segunda ejecución MapReduce realizaría la sumatoria de 

cada elemento que tenga (i,k) en común, es decir los resultados de la multiplicación de tales 

elementos: 

1° MapReduce: 

a. Map: por cada elemento de ambas matrices, se crea el par clave-valor (j , [A,i,aij]) 

ó (j , [B,k,bjk]) con los caracteres A y B como indicativo de la matriz de origen 

respectivamente. 

b. Reduce: Se recibe la clave j y como valor todos los elementos a los que se les 

asignó j. Como resultado se generan claves (i,k) y como valor el producto de la 

multiplicación aij*bjk para todos los elementos recibidos. 

2° MapReduce 

a. Map: Se recibe el resultado de la ejecución MapReduce anterior con clave (i,k) y 

valor una lista de todos los elementos (aij*bjk) con la misma clave, lo cual será 

transmitido directamente en la etapa Reduce 

b. Reduce: En esta etapa, cada instancia recibe una clave (i,k) con la correspondiente 

lista de valores. A la salida se genera la misma clave y como resultado la suma de 

todos los elementos. 

El objetivo principal de utilizar el framework MapReduce en un sistema distribuido es evitar la 

comunicación de transmitir datos a las unidades de procesamiento. Por esta razón, la solución 

anterior de utilizar dos ejecuciones MapReduce no resulta conveniente. Para resumir la ejecución 

en cascada de dos aplicaciones MapReduce, se describirá la multiplicación de ambas matrices en 

una solo ejecución MapReduce con el costo en el incremento de procesamiento descrito en 

(Leskovec, Rajaraman, & Ullman, 2019). Desde esta perspectiva, el enviar el procesamiento, 

aunque este sea mayor, a las unidades donde se alojan las divisiones de los datos, completamente 

justifica el peso en la comunicación de las etapas intermedias. 

Se identifica que un solo elemento de cualquiera matriz de entrada es necesario para el cálculo de 

distintos elementos en la matriz resultante. Por lo tanto, el procesamiento de cada elemento en la 

matriz de entrada producirá como clave los índices del elemento de la matriz de salida que 

requiera de este valor para obtener su resultado, esto es, el total de índices que no tenga relación 

entre matrices a multiplicar. Como valor se adjuntará el valor del elemento y el índice que tenga 

relación con la matriz multiplicadora. En la segunda etapa, Reduce, cada instancia recibe una 

clave, es decir los índices del elemento de salida y como valores la lista de elementos que 

requiere para su cálculo. Como procesamiento, se multiplica cada elemento con su 

correspondiente y se realiza la sumatoria de tales productos. 

El siguiente algoritmo para esta implementación realiza el procesamiento por cada elemento de 

cada matriz. 



 

 

Figura 45

El formato de la matriz de en

elemento de la matriz. El siguie

pero posterior columna. Los va

índice de renglón, índice de colum

Para la etapa Reduce el algoritmo

Figura 46

Se observa que en esta etapa Reduce se utiliza de un arreglo de una dimensión llamado 
donde se almacenan los elementos que corresponden a esta 
determina si sólo se asigna el valor al arreglo, para el caso de los elementos que no hayan sido 
almacenados, o si se realiza la multiplicación

                                                          

§§§ Los valores de Flag y element puede ser A ó B y a ó b, respectivamente, dependiendo de la matriz que se esté procesando. 
representan los índices del elemento que corresponden a 
procesamiento. 
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45-Pseudocódigo Map para Multiplicación de Matrices.  §§§

ntrada está formado tomando en cuenta que c

uiente elemento, en la línea subsecuente, corresp

alores por línea, separados por comas “,” son;

mna y valor del elemento. 

el algoritmo a utilizar sería de la siguiente forma. 

46- Pseudocódigo Reduce para Multiplicación de Matrices.  

Se observa que en esta etapa Reduce se utiliza de un arreglo de una dimensión llamado 
donde se almacenan los elementos que corresponden a esta clave. Por medio de condicionales 

lo se asigna el valor al arreglo, para el caso de los elementos que no hayan sido 
almacenados, o si se realiza la multiplicación y adición si el elemento ya fue almacenado.

                   

Los valores de Flag y element puede ser A ó B y a ó b, respectivamente, dependiendo de la matriz que se esté procesando. 
representan los índices del elemento que corresponden a i, j ,k dependiendo de la matriz a la que pertenezca

 

§§§ 

cada línea contiene un 

ponde al mismo renglón 

; etiqueta de la matriz, 

 

Pseudocódigo Reduce para Multiplicación de Matrices.   

Se observa que en esta etapa Reduce se utiliza de un arreglo de una dimensión llamado element() en 
. Por medio de condicionales if se 

lo se asigna el valor al arreglo, para el caso de los elementos que no hayan sido 
almacenado. 

Los valores de Flag y element puede ser A ó B y a ó b, respectivamente, dependiendo de la matriz que se esté procesando. r y c 
dependiendo de la matriz a la que pertenezca el elemento en 
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